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Resumen

En el campo de informática, una ontología es una descripción formal explícita de
conceptos en un dominio específico de conocimiento. El uso de esta forma de re-
presentación ha permitido compartir un entendimiento común de cómo se debería
estructurar información entre distintas personas, instituciones y agentes trabajan-
do en un campo específico. Sin embargo, el proceso de creación de estas ontologías
puede presentar importantes dificultades, desde la selección de conceptos y sus atri-
butos hasta la identificación de la relación que los une. Además, encontrar expertos
en el dominio capaces de colaborar en el proceso de creación de la ontología resulta
igualmente complicado y, en algunos casos, costoso. Afortunadamente, las tecnolo-
gías más recientes, como los grandes modelos de lenguaje ( en inglés, Large Language
Mode o LLM 1 pueden ser una gran herramienta para enfrentar estos desafíos.

Los LLM son modelos de inteligencia artificial entrenados con grandes volúmenes
de texto. Un entrenamiento de tal magnitud permite desarrollar técnicas con la ca-
pacidad de detectar patrones y relaciones entre los datos de entrada dentro de un
contexto cada vez más amplio. Sin embargo, una de las críticas de mayor peso que
recibe esta tecnología es precisamente su falta de conocimiento, una insuficiencia
que genera las alucinaciones en las que incurre dando por cierta información falsa
o incorrecta. La hipótesis de la que parte esta investigación sostiene que es posible
extraer ontologías a partir de los LLM y que luego sus elementos puedan ser someti-
dos a una validación, bien a cargo de personas, o bien por medio de la comparación
con otras fuentes de conocimiento existentes; este proceso podría resultar como una
verificación del grado de conocimiento del mundo que realmente posee un LLM.

Este trabajo presenta dos propuestas. En la primera de ellas, se propone el uso de
los LLM como asistentes en la creación de ontologías de dominio específico, lo que
permitiría superar los desafíos mencionados anteriormente. Al trabajar junto con ex-
pertos en el dominio, los LLM pueden favorecer la celeridad en la construcción de
ontologías para la extracción de conceptos, atributos y relaciones entre entidades
proporcionando una base sólida de términos y relaciones. En segundo lugar, se pro-
pone una evaluación de algunos elementos de la ontología que fue extraída de un LLM
al realizar una comparación de relaciones y propiedades generadas con una base de
conocimiento abierta.

Finalmente, se insiste en que, bien los LLM no pueden reemplazar por completo el
trabajo realizado por expertos en dominios específicos, sí pueden mejorar significa-
tivamente la eficiencia del proceso de creación de ontologías y reducir la carga de
trabajo tanto de los expertos como de los desarrolladores.

1Parte de las siglas empleadas en el texto proceden del inglés, si bien su desarrollo y explicación se
realiza en español
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Abstract

In the field of computer science, an ontology is an explicit formal description of con-
cepts in a specific domain of knowledge. The use of this form of representation has
made it possible to share a common understanding of how information should be
structured among different people, institutions and agents working in a specific field.
However, the process of creating these ontologies can present significant difficulties,
from the selection of concepts and their attributes to the identification of the rela-
tionship that links them. Moreover, finding domain experts capable of collaborating
in the ontology creation process is equally challenging and, in some cases, costly.
Fortunately, more recent technologies, such as Large Language Models (LLM), can be
a great tool to face these challenges.

LLMs are artificial intelligence models trained on large volumes of text. Training of
this magnitude allows the development of techniques with the ability to detect pat-
terns and relationships between input data within an ever-widening context. Howe-
ver, one of the major criticisms of this technology is precisely its lack of knowledge,
an insufficiency that generates the hallucinations it incurs by taking false or inco-
rrect information for granted. The hypothesis of this research is that it is possible to
extract ontologies from LLMs and that their elements can then be subjected to valida-
tion, either by individuals or by comparison with other existing sources of knowledge;
this process could result in a verification of the degree of knowledge of the world that
an LLM actually possesses.

This paper presents two proposals. The first one proposes the use of LLMs as assis-
tants in the creation of domain-specific ontologies, which would overcome the cha-
llenges mentioned above. By working together with domain experts, LLMs can help
speed up the construction of ontologies for the extraction of concepts, attributes and
relations between entities by providing a solid base of terms and relations. Secondly,
an evaluation of some elements of the ontology that was extracted from an LLM is
proposed by performing a comparison of generated relations and properties with an
open knowledge base.

Finally, it is stressed that while LLMs cannot completely replace the work done by
domain-specific experts, they can significantly improve the efficiency of the ontology
creation process and reduce the workload of both experts and developers.
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Capítulo 1

Introducción

En el campo de inteligencia artificial, se define una ontología como la especificación
de un vocabulario representacional para un dominio compartido del discurso[1]. Es-
to significa que una ontología establece un vocabulario común para investigadores
que precisan compartir información dentro de un dominio específico. La caracterís-
tica principal de este vocabulario es que los conceptos básicos del dominio y sus
relaciones están en un formato que pueda ser entendido por computadoras.

Una de las motivaciones más comunes para el desarrollo de ontologías se encuentra
en compartir el entendimiento que se posee sobre un campo de conocimiento especí-
fico y la forma en que se estructura la información dentro de este. La Web Semántica
es un ejemplo de este planteamiento, puesto que busca otorgarle mayor significado
a los datos y ofrecer flexibilidad para vincular distintas fuentes de datos[2]. En re-
sumen, la Web Semántica no es distinta a la Web tradicional, sino una extensión de
esta, donde la información posee significados bien definidos, permitiendo una mejor
cooperación entre computadoras y personas [3].

El desarrollo de ontologías no consta de un proceso único. Se han propuesto múl-
tiples metodologías para ello como Methontology[4] u On-To-Knowledge[5], así como
herramientas que facilitan su desarrollo como WebProtégé[6]. NeON[7] presenta un
glosario de actividades y procesos para el desarrollo de ontologías, donde se puede en-
contrar el Knowledge Acquisition for Ontologies para la extracción de conceptos
y propiedades de distintas fuentes. Por otra parte, el Ontology learning transfor-
ma datos estructurados y no estructurados en estructuras conceptuales, además de
otros procesos y actividades mostrados en la figura 1.1.

Desarrollar ontologías supone afrontar dificultades no solo técnicas sino también de
tipo social-humano, que pueden generar inconvenientes técnicos y económicos. Co-
mo se describe en NeON, el proceso de Knowledge Acquisition for Ontologies incluye
tareas relacionadas a consultas a expertos, lo que significa que existirá una interac-
ción constante entre este grupo y las personas a cargo del desarrollo de la ontología.

En ese sentido, algunos de esas dificultades pueden ser abordadas desde la auto-
matización mediante técnicas de inteligencia artificial, en concreto desde el campo
del procesamiento de lenguaje natural (PLN). Los modelos de lenguaje, por ejemplo,
inicialmente utilizaron técnicas estadísticas para determinar la probabilidad de que
una determinada palabra continúe una oración. Estos modelos han evolucionado
considerablemente y pasaron de ser modelos netamente probabilísticos a ser mo-
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1.1. Objetivo principal

Figura 1.1: NeON. Glosario de procesos y actividades. Fuente: [7]

delos basados en redes neuronales recurrentes (en inglés, Recurrent neural network
o RNN)[8]. Inicialmente, estos modelos presentaron problemas de coherencia en la
generación de textos largos que luego fueron mejorando con enfoques como Long
Short-Term Memory (LSTM) [9]. Sin embargo, con la presentación de un nuevo tipo
de estructura llamada Transformer [10], se inicia una revolución en el desarrollo de
estos modelos de lenguaje por su capacidad de procesar información en paralelo. Es-
to no solo permitió acelerar los tiempos de entrenamiento, sino también entrenar los
modelos con corpus mucho más grandes.

Como consecuencia del entrenamiento con grandes volúmenes de datos y nuevas
estructuras, los LLM han desarrollado la capacidad de realizar tareas que pueden ser
de gran ayuda en el desarrollo de ontologías. Por ejemplo, es posible utilizar métodos
de reconocimiento de entidades nombradas (en inglés Named Entity Recognition o
NER) a partir de un LLM para extraer las clases correspondientes a una ontología.
Asimismo, las técnicas de Entity Relation se han empleado para la extracción de
relaciones entre entidades definidas en un contexto específico.

1.1. Objetivo principal

El objetivo principal de este trabajo es estudiar cómo un LLM puede ser utilizado
como herramienta en el proceso de creación de ontologías para dominio específico.
Este objetivo principal puede ser dividido en objetivos específicos para un mejor en-
tendimiento.

1.1.1. Objetivos específicos

Diseño de un procedimiento que permita extraer de los LLM elementos corres-
pondientes a una ontología.

Implementación de una aplicación web que permita asistir en la creación de
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Introducción

ontologías de dominio específico.

Estudio de la cobertura de las ontologías generadas a partir del LLM.

Realizar un mapeo del conocimiento que tiene un LLM sobre un tópico específi-
co.

1.2. Metodología y plan de trabajo

En primer lugar se realiza una revisión del estado del arte en la creación de ontolo-
gías, recogiendo los principales desafíos de este proceso que puedan ser abordados
por métodos de PLN, específicamente LLM. Además, se revisan los fundamentos teó-
ricos con el fin de comprender ciertos aspectos clave en la ejecución de las tareas y
que resultan indispensables para cumplir los objetivos de este trabajo. A continua-
ción, en el apartado de diseño, se plantean procedimientos a partir de la base teórica
desarrollada anteriormente, alineados con los objetivos principales. Finalmente, se
evalúa y discute cada procedimiento de acuerdo al planteamiento inicial del trabajo.

1.3. Estructura del documento

Con el objetivo de brindar un mejor entendimiento de cómo se ha llevado a cabo este
trabajo, en cada apartado se dedican unas líneas a la descripción de su propósito,
así como de su importancia en el desarrollo y en la consecución del objetivo final.

En el primer capítulo se explica por qué se decidió realizar este trabajo. El estado
de la cuestión pretende brindarle al lector un panorama sobre las decisiones en la
metodología y los procesos a seguir. En el segundo capítulo se describen trabajos si-
milares donde algún enfoque de inteligencia artificial ha sido utilizado como soporte
para el desarrollo de ontologías. A continuación, se desarrolla el fundamento teórico
necesario para el entendimiento del trabajo. Posteriormente, un capítulo se dedica al
desarrollo completo del diseño de experimentos y procedimientos para la generación
de ontologías a partir de LLM. En este mismo apartado, se incluye una alternativa de
evaluación de los datos generados. Finalmente, el último capítulo incluye las conclu-
siones sobre el trabajo realizado y se describen los posibles campos de desarrollo en
el futuro.
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Capítulo 2

Estado de la cuestión

El desarrollo de ontologías constituye una constante interacción con expertos de do-
minio, además de la revisión de documentos y recursos con el objetivo de extraer
entidades, relaciones y atributos. Normalmente, estas actividades son repetitivas y
consumen mucho tiempo por lo que, naturalmente, se han planteado distintas meto-
dologías y mecanismos para automatizar y acelerar estos pasos.

2.1. Metodologías para la construcción de ontologías

A pesar de que no exista un camino único para el desarrollo de ontologías, a lo largo
del tiempo se han propuesto distintas metodologías que han cosechado un amplio
seguimiento. Estas promueven la reutilización de términos e intentan priorizar la
creación de ontologías que permitan su anexión a una red de ontologías. Por ejem-
plo, la metodología NeON[7], por un lado, sugiere escenarios y pautas necesarias para
la ejecución de procesos y actividades, por otro, propone un glosario de procesos y
actividades involucrados en la construcción de ontologías donde interactúan desa-
rrolladores y expertos de dominio.

Otra metodología más reciente es Linked Open Terms (LOT)[11], enfocada en el desa-
rrollo de ontologías y vocabularios para el sector industrial. Esta metodología incluye
4 actividades relacionadas con la especificación de requisitos, implementación, pu-
blicación y mantenimiento de la ontología. La figura 2.1 muestra el detalle de cada
actividad de esta metodología. Aquí es posible observar la constante interacción en-
tre el desarrollador de ontologías y el experto de dominio en prácticamente todas las
etapas.

Además, se han documentado algunos obstáculos al momento de desarrollar onto-
logías. Existen obstáculos a nivel anotación, razonamiento, nombramiento, lógico y
de contenido [12]. Un ejemplo de esto es la creación de múltiples clases haciendo
referencia a la misma entidad o la definición de relaciones inversas cuando no nece-
sariamente existen.
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2.2. Automatización en la construcción de ontologías

Figura 2.1: Complete LOT Methodology. Fuente: [11]

2.2. Automatización en la construcción de ontologías

2.2.1. Ontology learning

El proceso de construcción de ontologías se compone de tareas con potencial para
ser automatizadas como la extracción de términos, clases y relaciones a partir de
tablas, bases de datos, etc. En ese sentido, campos de investigación como el ontology
learning, están orientados a plantear propuestas a este tipo de desafíos. Este campo
ha ido evolucionando al mismo ritmo de los métodos en el procesamiento del lenguaje
natural.

Los primeros sistemas de ontology learning fueron recogidos en 2003 por Shamsfard
[13], donde se analizaron 7 distintos sistemas [14][15][16][17][18][19][20]. La carac-
terísticas en común de estos sistemas incluye el aprendizaje de conceptos, relaciones
e identificación de taxonomías a partir de textos. Este tipo de características y ne-
cesidades se ven reflejados en el ontology-learning cake que se muestra en la figura
2.2. Este gráfico permite representar las distintas capas del proceso de aprendizaje
de ontologías a partir de datos no estructurados.

En el contexto de web semántica, [21] menciona la importancia de poder que existe
entre la extracción de información (entidades, relaciones y conceptos) y recursos de
la web semántica como las ontologías. Al mismo tiempo, realiza un listado de las
técnicas utilizadas según la tarea objetivo. Por ejemplo, técnicas de reconocimiento
de entidades nombradas y Entity Disambiguation se utilizan para la extracción de
entidades. Para extraer conceptos se recurre a Term extraction, Topic Modeling, Topic
Labeling, entre otros. Finalmente, las técnicas más utilizadas para la extracción de
relaciones son técnicas del ámbito de Relation Extraction.

2.2.2. Knowledge graph extraction

Un campo de investigación con tareas similares a las del desarrollo de ontologías es
el de la construcción de grafos de conocimiento o knowledge graphs (KG). Entre las
similitudes que guardan ambos campos se cuentan la identificación de entidades y
de sus relaciones, y la capacidad de exponerlas en grafos. Por ese motivo, también
se incluyen trabajos relacionados con la construcción de grafos de conocimiento y se
aborda el rol de LLM en esa tarea. Por ejemplo, el trabajo de [23] propone una estrate-
gia para construir KG a partir de modelos de lenguaje preentrenados donde la extrac-
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Estado de la cuestión

Figura 2.2: Ontology-learning layer cake. Fuente: [22]

ción de la relación entre dos entidades no es solo sintáctica sino también contextual.
COMET[24] propone la construcción de KG a partir del conocimiento existente en
formato de tuplas y un posterior aprendizaje en un modelo GPT[25]. Adicionalmente,
el resultado del proceso de creación de grafos de conocimiento puede ser utilizado
como una representación simbólica (BertNet [26]) del modelo de lenguaje revelando
su capacidad cognitiva. Lo interesante de este trabajo es el proceso de creación de
prompts, como se muestra en la imagen 2.4

Por otro lado, [27] evalúa la capacidad de los más recientes LLM, como ChatGPT,
GPT-4 y otros modelos de la familia de OpenAI para generar KG. A diferencia de este,
en CodeKGC [28] se utiliza un code language model para generar tripletas con un for-
mato descrito inicialmente. Este último método aprovecha todos los datos estructu-
rados (bases de datos, código fuente, etc) que fueron utilizados para el entrenamiento
del LLM. Otro enfoque, denominado Symbolic Knowledge Distillation (SKD)[29] se ba-
sa en los LLM como GPT-3 con el objetivo de mejorar el commonsense knowledge de
modelos más pequeños generando commonsense KGs, cuyos resultados son mejores
en comparación con grafos de conocimiento generados por humanos.

2.3. Extracción de entidades

Este proceso busca identificar y extraer entidades a partir de datos no estructurados
como textos, páginas web o publicaciones en redes sociales. Las entidades reciben el
tratamiento de clases en las ontologías generadas.

El reconocimiento de entidades nombradas constituye un subcampo del PLN que
se utiliza para extraer y clasificar entidades en textos. Esta capacidad ha permitido
construir lightweight ontologies[30] aplicando técnicas de NER [31] haciendo uso de
modelos de lenguaje derivados de Bidirectional Encoder Representations from Trans-
formers (BERT)[32]. Además, es posible clasificar NER en tres subcategorías: flat

7



2.3. Extracción de entidades

Figura 2.3: COMET toma conocimiento existente, ConceptNet por ejemplo, para luego
generar un completado automático de un KG. Fuente: [24]

Figura 2.4: Resumen del proceso de extracción de grafos de conocimiento a partir de
un input mínimo de parte del usuario. Fuente [26]
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Estado de la cuestión

Figura 2.5: Ejemplos de flat, nested, discontinuous NER. Fuente: [37]

NER, nested NER y discontinuous NER cuyas características se muestran en la ima-
gen 2.5. En los últimos casos, sobre entidades superpuestas y discontinuas, BERT
también se emplea como modelo base[33] para generar representaciones de palabras
con un contexto más profundo. Por otro lado, propuestas como [34] abordan los 3
distintos tipos de NER haciendo uso de un modelo preentrenado Seq2Seq[35] y BART
[36], cuya arquitectura es similar a la de modelos como BERT[32] y GPT[25].

2.4. Extracción de relaciones

La extracción de relaciones consiste del proceso de identificar la relación semántica
entre dos entidades. Dentro del contexto del desarrollo de ontologías, esta función es
importante en la definición de la relación entre dos clases.

En este campo existen muchos modelos de lenguaje preentrenados con datos de
campos especializados y que son derivados de BERT. Normalmente estos modelos
no solo son para extracción de relaciones, sino también para identificar entidades.
Seguidamente se describen algunos ejemplos:

BioBERT[38], SciBERT [39]: Modelos preentrenado con texto especializado en
el campo de biomedicina y científico, respectivamente.

Matching the Blanks: Distributional Similarity for Relation Learning [40]
presenta un primer enfoque sobre cómo BERT puede ser utilizado para tareas
de extracción de relaciones tomando como base el método para descubrir reglas
de inferencia a partir de texto de DIRT[41].

LayoutLM[42] extrae y estructura el texto de documentos escaneados. Las pala-
bras son enriquecidas con etiquetado de sus entidades semánticas y la relación
con otras entidades.

9



2.5. Large Language Models

Joint entity recognition and relation extraction as a multi-head selection
problem[43] presenta un buen rendimiento en tareas de extraer entidades y
sus relaciones en contextos de noticias, campo biomédico, bienes raíces, etc.,
sin depender de etiquetados manuales ni herramientas externas de PLN.

LUKE(Language Understanding with Knowledge-based Embedding)[44] es
un modelo basado en transformers donde no solo las palabras son tokeniza-
das sino también las entidades. Esto le permite modelar la relación entre dos
entidades de forma directa.

2.5. Large Language Models

En secciones anteriores se ha hablado de los LLM, modelos de aprendizaje profundo
que pueden realizar tareas como identificar, predecir y generar texto a partir del
conocimiento obtenido en su fase de entrenamiento a partir de grandes volúmenes
de texto. Los LLM son modelos que basan su estructura en Transformers[10].

Los LLM poseen la capacidad de realizar tareas como NER o RE a partir de la in-
formación que han aprendido en la fase de entrenamiento. Sin embargo, los LLM
requieren mucho poder computacional para poder ejecutar inferencia sobre este. Es
por ello que no es sencillo construir un LLM en una computadora local o un clúster
con capacidades limitadas, sino donde al menos se tenga hardware disponible como
GPU. A diferencia de algunos modelos que fueron liberados para su uso en el ámbito
científico como LLaMa[45].

2.6. Límites del estado de la cuestión

Según se ha podido ver, existen tareas dentro del proceso de creación de ontologías
que pueden ser automatizadas. Sin embargo, muchas de estas propuestas sientan
sus bases sobre textos con un formato preestablecido o hacen uso de datos semi-
estructurados mostrando limitaciones al momento de interactuar con el lenguaje
natural[46]. En ese sentido, la idea de este trabajo es aprovechar las capacidades
de los LLM para interpretar textos no estructurados y poder realizar tareas como la
extracción de entidades y de relaciones.
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Capítulo 3

Fundamento teórico

Este capítulo describe los fundamentos que sostienen las bases necesarias para im-
plementar propuestas que permitan la creación de ontologías. El contenido consiste
principalmente en las distintas versiones que OpenAI dispone para realizar consultas
sobre alguno de sus LLM disponibles.

3.1. ChatGPT

ChatGPT es una herramienta web desarrollada por la empresa OpenAI que permite
una interacción conversacional. Una característica relevante de ChatGPT es su ca-
pacidad de generar texto similar al que podría ser generado por una persona. Este
producto está desarrollado teniendo como base al modelo de lenguaje GPT-3[47]. Las
instrucciones que el modelo emplea como input se denominan prompts, de esta ma-
nera la interacción humano-modelo se realiza netamente a través de intercambio de
cadenas de texto.

ChatGPT no fue el primer producto desarrollado por OpenAI. Previamente, la empresa
ya había presentado otros modelos como GPT y GPT-2 en 2018 y 2019, respectiva-
mente. La diferencia con respecto a ChatGPT y GPT-3 radica en que, como en la
mayoría de modelos de inteligencia artificial, cuanto mayor sea la cantidad de datos
y mayor sea el poder de cómputo utilizados para el entrenamiento, los resultados
obtenidos serán más precisos. La figura 3.1 muestra la diferencia en el tamaño de
los tókenes utilizados para el preentrenamiento del modelo. De acuerdo a la docu-
mentación de OpenAI, es posible utilizar como referencia que un token corresponde
aproximadamente a 4 caracteres de un texto. Es importante mencionar que el tama-
ño del modelo no es el único factor que influye en la experiencia de uso de ChatGPT
sino también una técnica introducida llamada reinforcement learning from human
feedback (RLHF), que permitió el desarrollo de nuevos modelos de lenguaje llamados
InstructGPTs en los cuales se involucran a personas o moderadores en el proceso de
generación del texto.

3.2. Modelos disponibles

A escala comercial, ChatGPT se presenta como un producto sin la posibilidad de ju-
gar con parámetros adicionales durante la interacción con el modelo, pero no es el
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3.3. Parámetros

Figura 3.1: Tamaño del corpus utilizado para entrenar distintos modelos de lenguaje
Fuente: hellofuture.orange.com

único disponible. A través del Playground1 y del API de OpenAI es posible acceder a
los distintos modelos desarrollados por la empresa. Estos modelos pueden ser con-
versacionales, como el modelo más reciente GPT-4, o de tipo de generación de texto,
como el modelo text-davinci-003. Asimismo, se encuentran los modelos detrás de la
generación de imágenes como DALL.E o Whisper, que permiten generar la transcrip-
ción de ficheros de audio.

OpenAI pone a disposición modelos con características distintas. Los modelos más
relevantes son los siguientes:

Completion & chat models. Estos modelos poseen la capacidad de entender y
generar texto en lenguaje natural. Los modelos más potentes incorporan, ade-
más, la función de entender código.

Embedding models. Estos modelos reciben palabras como entrada que convier-
ten en representaciones numéricas (embeddings) y que posteriormente son apli-
cadas en tareas de búsqueda, clustering, recomendaciones, detección de ano-
malías o clasificación.

Audio models. Estos modelos poseen la capacidad de generar transcripciones
y traducciones a partir de un archivo de audio.

Fine tunning models. Estos modelos se encuentran disponibles para realizar
fine-tunning a partir de un conjunto de ejemplos detallados en un archivo.

En la tabla 3.2 se muestran los identificadores de cada modelo disponible en cada
tipo descrito.

3.3. Parámetros

El API de OpenAI requiere de algunos parámetros para que el modelo pueda ejecutar
la tarea asignada. En el caso de modelos de generación de texto los parámetros más
relevantes para este trabajo son los siguientes:

temperature. En el contexto de los modelos de lenguaje de OpenAI la tempera-
tura hace referencia a la aleatoriedad del texto generado. Este valor varía entre

1https://platform.openai.com/playground
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Fundamento teórico

Figura 3.2: Lista de tipos de modelos disponibles en la plataforma de OpenAI Fuente:
platform.openai.com

cero (0) y dos (2). Mientras el valor sea más cercano a cero, menor es la aleato-
riedad del texto generado.

max tokens. Se refiere al máximo número de tokens utilizados, es decir, la
suma de tokens utilizados entre la instrucción (prompt) y el resultado. Cada
modelo disponible establece un máximo número de tokens posible.

stop. Se trata de un conjunto de hasta 4 caracteres que permite detener la
generación de más tokens.

Del mismo modo, la API no solo establece límites en la cantidad de consultas a su
servicio por minuto (request per minute RPM) sino también del máximo número de
tokens por minuto (tokens per minute TPM). Estos límites están detallados en la pá-
gina web2 de OpenAI. Durante la escritura de este trabajo, la mayoría de los modelos
generadores de texto tienen establecido 3000 RPM y 250 000 TPM. Los modelos más
grandes y recientes como GPT-3.5-turbo y sus variantes ofrecen 3500 RPM y 90 000
o 180 000 TPM.

3.4. Prompt engineering

El término prompt hace referencia al proceso de construcción de instrucciones que
resultan en el cumplimiento más efectivo de una tarea[48]. Prompt engineering se de-
fine como el conjunto de instrucciones recibidas por un LLM para refinar y establecer
reglas específicas sobre un resultado más eficiente en la realización de tareas.

OpenAI ofrece las siguientes recomendaciones al momento de generar instrucciones
para LLM.

Utilizar los modelos más recientes.

Priorizar las instrucciones al inicio del prompt y separar el prompt del contexto
con caracteres como ###.

2https://platform.openai.com/account/rate-limits
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3.4. Prompt engineering

Ser específicos, descriptivos y detallistas respecto al contexto, la salida, el tama-
ño, el formato, estilo, etc.

Dar ejemplos de posibles salidas.

Iniciar con un ejemplo de prompt zero-shot e ir gradualmente añadiendo detalles.

Reducir las descripciones imprecisas.

Priorizar las instrucciones sobre las restricciones.

En el caso de generación de código, utilizar "palabras clave"de inicio para orien-
tar el modelo hacia un patrón determinado.
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Capítulo 4

Diseño del estudio

De acuerdo con lo desarrollado en capítulos anteriores, es posible plantear el hecho
de utilizar los más recientes LLM para la extracción de entidades, atributos y rela-
ciones que permitan la creación de ontologías en distintos ámbitos. Es por ello que
en este capítulo se describe el procedimiento para la extracción de conocimiento de
forma estructurada intentando mantener el contexto de la ontología objetivo. Al fina-
lizar este apartado, se plantean escenarios que permitan realizar una evaluación de
la coherencia de los distintos elementos de la ontología generada.

4.1. Consideraciones principales

Debido a que este trabajo busca hallar la forma en la que los últimos LLM cuentan
con la capacidad de generar ontologías, es necesario el uso de recursos considerables
de hardware para poder ejecutarlos o intentar algún fine-tuning. Por ese motivo, en
este proyecto se hace uso del servicio de API (Application programming interface) que
facilita OpenAI. De esta manera, el tiempo de respuesta se reduce y el coste de eje-
cución disminuye, en comparación con los recursos necesarios para ejecutar algún
open-source LLM.

Todas las pruebas para este trabajo se realizan por medio de Flask(Python), un en-
torno que permite generar una interfaz web. Por otro lado, todas las consultas se
manejan a partir de librerías de consultas HTTP en consonancia con otras herra-
mientas como la API REQUEST PARALLEL PROCESSOR del repositorio cookbook de
OpenAI. Esta herramienta permite un manejo en paralelo de las consultas a la API a
fin de evitar sobrepasar el límite de consultas establecido, manejar errores, etc.

4.2. La generación de ontologías

El proceso para la generación de una ontología a partir de consultas a la API de los
modelos de OpenAI consta de los siguientes pasos:

1. Solicitud del usuario. La persona que busca generar la ontología debe especi-
ficar dos palabras a modo de entrada. Ontology context, que es utilizada para
delimitar el contexto de la ontología, así como una clase raíz o root class sobre
la que se pretende construir la ontología. Estas dos palabras son ingresadas a
través de un formulario web.
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4.2. La generación de ontologías

Figura 4.1: Proceso completo para la generación de ontologías Fuente: Generación
propia

2. Las dos palabras del paso previo se emplean para generar una instrucción
(prompt) más detallada con el objetivo de que el modelo de lenguaje pueda res-
ponder con una lista de las clases asociadas al root class en un ontology
context.

3. La instrucción generada se envía a la API de OpenAI especificando el modelo y
la temperature que se van a utilizar. Se recibe una lista de palabras que son las
clases asociadas a la clase root class.

4. Cada palabra recibida de la API, es utilizada para generar una nueva instrucción
diseñada para extraer una lista de atributos asociados a esa clase dentro del
ontology context.

5. Cada clase recibida del API en el paso 3, en conjunto con la clase root class son
utlizadas para generar una instrucción que permita identificar la relación entre
ambas entidades, en ambos sentidos.

6. Los pasos del 1 al 5 pueden ser ejecutados nuevamente con distintos valores de
temperature y modelos de lenguaje.

La figura 4.1 muestra el flujo completo de intercambio de información con la API de
OpenAI que también se describe en el algoritmo 1.

4.2.1. Obtención de clases

Generar un prompt para el modelo de lenguaje que permita la obtención de clases aso-
ciadas a una root class en el contexto de ontology context requiere que el usuario
sea lo más específico posible en cuanto a cómo desea la respuesta. Esto se debe a la
necesidad que el resultado de la consulta sea procesado por otra porción de código
para generar más instrucciones. En resumen, la respuesta del modelo de lenguaje
debe ser computer-friendly.
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Diseño del estudio

Algorithm 1 Ontology construction Algorithm
1: procedure ONTOLOGY CONSTRUCTION

2: ontologyContext← input()
3: rootClass← input()
4: firstPrompt← generatePrompt(ontologyContext, rootClass)
5: relatedClasses← queryLLM(firstPrompt)
6: for each class ∈ relatedClasses do
7: propertiesPrompt← generatePropertiesPrompt(ontologyContext, class)
8: relationsPrompt← generateRelationsPrompt(ontologyContext, class, rootClass)
9: properties← queryLLM(propertiesPrompt)

10: relations← queryLLM(relationsPrompt)
11: end for
12: buildOntologyGraph(relatedClasses, properties, relations)
13: end procedure

1 def generate_prompt(ontology, root_node):
2 return "In the context of {}. List 4 classes that most likely have a relationship with {}"

.format(ontology, root_node)

Listing 4.1: Función para generar una instrucción para obtener clases a partir del
root node y el context

Una primera propuesta de una función dirigida a generar la instrucción puede ser
con el formato de 4.1. Sin embargo, como se puede observar en la tabla 4.1, este
tipo de instrucción genera respuestas de palabras enumeradas, separadas por saltos
de línea sin seguir un patrón específico. Los resultados también permiten realizar la
siguiente observación: en algunos casos la clase se compone de dos palabras. Ambos
detalles, el formato del resultado y la extensión de cada clase, son importantes para
el proceso de construcción de las próximas instrucciones.

Aunque este texto podría moldearse para tener un formato muy similar o igual a una
lista en Python, es mejor aprovechar la capacidad del modelo de lenguaje a fin de que
la respuesta ya incluya ese formato. Por otro lado, también es necesario hacer una
modificación a la instrucción con el objetivo obtener únicamente una palabra para
cada clase.

Instrucción Respuesta
In the context of Tourism. List 4
classes that most likely have a rela-
tionship with Museum

1. Tourists 2. Educators 3. Resear-
chers 4. Curators

In the context of Building. List 4
classes that most likely have a rela-
tionship with Construction.

1. Architects 2.Engineers 3. Landsca-
pers 4. Contractors.

In the context of Crystallographic.
List 4 classes that most likely have
a relationship with Cell

-Space group -Crystal system -Point
group -Lattice type

Cuadro 4.1: Respuestas obtenidas para temperature 0.7 en el modelo davinci-003
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4.2. La generación de ontologías

1 def generate_prompt(ontology, root_node):
2 return "In the context of a {} ontology. List 4 classes that have a relation with {}, one

word each, separated by commas\n".format(ontology, root_node)

Listing 4.2: Función para generar una instrucción para obtener clases a partir del
root node y el context. Modificado

El código que se muestra en 4.2 incluye dos modificaciones importantes respecto a
la primera propuesta. El primero es "one word each" y el segundo es "separated
by commas". Ambas instrucciones adicionales permiten sortear los posibles incon-
venientes para cuando se desee obtener un resultado tipo lista que permita generar
las siguientes instrucciones. Las respuestas del modelo de lenguaje ante este nuevo
tipo de instrucción, con los mismos valores de root class y ontology context, se
muestran en la tabla4.2.

Instrucción Respuesta
In the context of Tourism. List 4
classes that most likely have a rela-
tionship with Museum

Artwork, Culture, History, Location

In the context of Building. List 4
classes that most likely have a rela-
tionship with Construction.

Architects, Contractors, Materials,
Regulations

In the context of Crystallographic.
List 4 classes that most likely have
a relationship with Cell

UnitCell, CrystalSystem, Space-
Group, SymmetryElement

Cuadro 4.2: Respuestas obtenidas para temperature 0.7 en el modelo davinci-003.
Instrucción mejorada

4.2.2. Obtención de atributos por clase

Se considera atributos de una clase a la lista de palabras que describen sus carac-
terísticas dependiendo del contexto en el que se está buscando generar la ontología.
Del paso anterior se recoge una lista de palabras que representan clases que tienen
alguna relación con root class. A partir de ello, es posible generar una instrucción
para cada palabra con el objetivo de obtener una lista, una vez más, de los atributos
de cada clase.

De forma similar al paso anterior, es posible iniciar la tarea con instrucciones básicas
y sin mucho detalle para intentar extraer los atributos de cada clase. El código en
4.3 muestra cómo el root node sigue siendo utilizado para indicar al modelo de
lenguaje que no pierda el contexto de la tarea objetivo. En la tabla 4.3 se muestran
las respuestas dadas para el caso de "root node=Building" y "ontology context =
Construction".

1 def generate_prompt(ontology, root_node):
2 return "In the context of a {} ontology. Return a list of 4 attributes associated with a

{} class\n".format(ontology, class_name)

Listing 4.3: Función para generar una instrucción para obtener los atributos de una
clase en una ontología
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Diseño del estudio

Instrucción Respuesta
In the context of a Construction on-
tology. Return a list of 4 attributes
associated with a Architects class.

1. Name 2. Title 3. Address 4. Phone
number

In the context of a Construction on-
tology. Return a list of 4 attributes
associated with a Contractors class.

1. Contractors class 2. Contractors
class has a name 3. Contractors class
has a specialization 4. Contractors
class has a location

In the context of a Construction on-
tology. Return a list of 4 attributes
associated with a Materials class.

hardness, density, thermal conducti-
vity, modulus of elasticity

In the context of a Construction on-
tology. Return a list of 4 attributes
associated with a Regulations class.

1. The type of regulation 2. The gover-
ning body that created the regulation
3. The date the regulation was enac-
ted 4. The date the regulation was
last updated

Cuadro 4.3: Respuestas obtenidas para temperature 0.7 con el modelo davinci-003.
Instrucción de obtención de atributos.

Nuevamente, el formato de respuesta supone un inconveniente para el objetivo final
de la generación de la ontología. Idealmente, cada atributo debe ser una palabra y
las palabras deben aparecer en un formato que permita identificar el inicio y el fin de
cada una.

1 def generate_prompt(ontology, root_node):
2 return "In the context of a {} ontology. Return a list of 4 attributes associated with a

{} class, one word each, separated by commas\n".format(ontology, class_name)

Listing 4.4: Función para generar una instrucción para obtener los atributos de una
clase en una ontología. Modificado

La función descrita en 4.4 añade indicaciones sobre la longitud de la palabra para
cada atributo, además del tipo de delimitación para identificar el inicio y fin de cada
uno de estos. Se mantiene el caso de uso donde root node=Building y ontology
context = Construction. La tabla 4.4 muestra las respuestas a partir de esta modi-
ficación en la instrucción. Este nuevo formato es mucho más sencillo de manejar e
incorporar en una ontología.

4.2.3. Obtención de relación entre dos clases

La tarea de extraer la relación entre dos clases o entidades obtenidas anteriormente
presenta inconvenientes parecidos a los que se vieron para la extracción de clases y
en la extracción de atributos. De manera intuitiva, se podría realizar una pregunta
directa como lo muestra la función 4.5. Desafortunadamente, como se muestra en
la tabla 4.5. Las respuestas son extensas y existe texto redundante. A diferencia de
las instrucciones para obtener clases o atributos, las relaciones son un poco más
complejas porque no siempre están compuestas por una sola palabra.

1 def generate_prompt(ontology, root_node):
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Instrucción Respuesta
In the context of a Building ontology.
Return a list of 4 attributes associa-
ted with a Architects class, one word
each, separated by commas

Name, Specialty, Clients, Experience

In the context of a Building ontology.
Return a list of 4 attributes asso-
ciated with a Contractors class, one
word each, separated by commas

Color, Shape, Weight, Durability

In the context of a Building ontology.
Return a list of 4 attributes associa-
ted with a Materials class, one word
each, separated by commas

Compliance, Safety, Zoning, Inspec-
tion

In the context of a Building ontology.
Return a list of 4 attributes asso-
ciated with a Regulations class, one
word each, separated by commas

Type, Location, Cost, Quality

Cuadro 4.4: Respuestas obtenidas para temperature 0.7 con el modelo davinci-003.
Instrucción de obtención de atributos modificada.

2 return "In the context of a {} Ontology. Define a relationship between {} and {}".format(
ontology, class1, class2)

Listing 4.5: Función para generar una instrucción para obtener los atributos de una
clase en una ontología. Modificado

Como se ha mencionado anteriormente, las relaciones entre dos clases no necesaria-
mente están formadas por una sola palabra, sino que pueden llegar a ser hasta tres.
Con esa observación, es posible modificar la instrucción según el código 4.6 donde se
ha añadido la restricción "three words max". Esto permite obtener resultados más
cortos y sencillos como los que se muestran en la tabla 4.6. Las relaciones que se
han podido extraer con esta instrucción mejorada son mucho mejores y concisas que
las iniciales, al punto que pueden ser consideradas para su uso en la construcción
de ontologías.

1 def generate_prompt(ontology, root_node):
2 return "In the context of a {} Ontology. Define, in three words max, a relationship

between {} and {}".format(ontology, class1, class2),

Listing 4.6: Función para generar una instrucción para obtener los atributos de una
clase en una ontología. Modificado

El proceso de extracción de relaciones es únicamente con la clase raíz root class y
en ambas direcciones. Esto quiere decir que se extrae la relación entre la clase raíz
sobre la clase descubierta en el primer paso, y viceversa.

En suma, se han aplicado algunas de las recomendaciones de OpenAI para la crea-
ción de prompts. En este ejemplo, se ha añadido extensión y formato al texto salida
del LLM. Las figuras 4.2, 4.3, 4.4 muestran la diferencia entre los prompt iniciales
y los promts finales, más específicos. La instrucción final es la que se utiliza para la
interacción con la API de OpenAI.
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Figura 4.2: Proceso de la generación de prompts para la extraer clases para la cons-
trucción de una ontología Fuente: Generación propia

Figura 4.3: Proceso de la generación de prompts para la extraer clases atributos de
una clase para la construcción de una ontología Fuente: Generación propia

Figura 4.4: Proceso de la generación de prompts para la extraer la relación entre
clases para la construcción de una ontología Fuente: Generación propia

21



4.2. La generación de ontologías

Instrucción Respuesta
In the context of a Building Ontology.
Define a relationship between Cons-
truction and Architects

The relationship between Construc-
tion and Architects is that Architects
design the plans for a building, and
Construction is responsible for brin-
ging those plans to life by building the
structure.

In the context of a Building Ontology.
Define a relationship between Cons-
truction and Contractors

The relationship between Construc-
tion and Contractors is that Cons-
truction is responsible for over-
seeing the entire building process,
while Contractors are responsible for
completing specific tasks such as
plumbing, electrical work, and other
specialized services.

In the context of a Building Ontology.
Define a relationship between Cons-
truction and Materials

The relationship between Construc-
tion and Materials is that Construc-
tion is responsible for procuring
the necessary materials and supplies
needed to build a structure, whi-
le Materials are the physical compo-
nents that are used in the construc-
tion process.

In the context of a Building Ontology.
Define a relationship between Cons-
truction and Regulations

The relationship between Construc-
tion and Regulations is that Cons-
truction is responsible for adhering
to the relevant regulations and laws
governing the construction process,
while Regulations are the rules and
regulations that must be followed in
order to ensure a safe and compliant
building.

Cuadro 4.5: Respuestas obtenidas para temperature 0.7 con el modelo davinci-003.
Instrucción de obtención de relación entre dos clases.

4.2.4. Construcción de la ontología

Una vez establecido el formato que debe tener cada instrucción para extraer clases,
atributos y relaciones, es posible construir ontologías de dominio específico. A partir
del formato de respuesta de cada instrucción, es posible desencadenar otro conjunto
de instrucciones para continuar con el proceso de extracción de información.

Todas las instrucciones son almacenadas en archivos dentro de una carpeta nom-
brada por un identificador único por cada solicitud. Esto permite a la librería API
REQUEST PARALLEL PROCESSOR ejecutar cada instrucción de acuerdo a los pará-
metros necesarios sin exceder los RPM ni los TPM establecidos por OpenAI. De forma
complementaria, cada instrucción contiene información adicional como metadata pa-
ra poder identificar los valores que permitieron generar cada instrucción.

Una vez que la última solicitud a la API sobre la relación entre dos clases ha termina-
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Instrucción Respuesta
In the context of a Building Ontology.
Define, in three words max, a rela-
tionship between Construction and
Architects

Designed by

In the context of a Building Ontology.
Define, in three words max, a rela-
tionship between Construction and
Contractors

Hires For

In the context of a Building Ontology.
Define, in three words max, a rela-
tionship between Construction and
Materials

Uses materials

In the context of a Building Ontology.
Define, in three words max, a rela-
tionship between Construction and
Regulations

Governs Compliance

Cuadro 4.6: Respuestas obtenidas para temperature 0.7 con el modelo davinci-003.
Instrucción de obtención de relación entre dos clases. Mejorado

do, el contenido de la carpeta de la ontología pasa a incluir archivos con el detalle de
cada instrucción y la respuesta recibida del modelo de lenguaje. Estos archivos son
utilizados para generar otro con formato Visual Notation for OWL Ontologies (VOWL)
para que pueda ser visualizado por el usuario en un navegador web con WebVOWL1.
La imagen 4.5 muestra una ontología generada a partir de root class=Hotel y on-
tology context = Tourism con temperature=0.7 utilizando el modelo de texto text-
davinci-003.

4.3. Evaluación de la cobertura

Anteriormente, se ha mencionado que una de las críticas más comunes hacia los
LLM es su falta de conocimiento, mostrando en muchas ocasiones alucinaciones al
momento de generar texto. En esta sección se propone un procedimiento que permite
comparar la similitud de los atributos generados por el LLM versus la información
disponible en un repositorio de conocimiento abierto como Wikidata. Esto nos per-
mitirá analizar la cobertura que cubre un LLM con distintos parámetros de modelo y
temperatura.

El dataset de Few-Shot Relation Classification Dataset (FewRel)[49] contiene 70 000
oraciones donde personas colaboradoras han realizado anotaciones de 100 relacio-
nes entre entidades de Wikidata. Este conjunto de datos no solo contiene la relación,
sino también los identificadores en Wikidata correspondientes a cada entidad. Este
identificador permite conocer, a través de una relación "instance of ", la instancia
a la que pertenece cada entidad parte de la relación. Luego, es posible extraer por
medio de un SPARQL QUERY las propiedades de estas entidades. Por otro lado, para
generar atributos desde el LLM, es necesario llevar a cabo consultas, esta vez pro-
duciendo variaciones en los parámetros model y temperature. Para esta prueba se

1https://github.com/VisualDataWeb/WebVOWL
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Figura 4.5: Ontología generada a partir de root class=Hotel y ontology context =
Tourism Fuente: Generación propia

utilizaron los modelos descritos en la tabla 4.7. Una vez obtenidos los atributos, sean
de Wikidata o a través del LLM, tiene lugar su comparación y análisis.

Modelo Características Max tokens
gpt-4 Versión mejorada a GPT-3.5. Optimizado

para conversaciones. Con un conocimien-
to general más amplio y mejor precisión a
modelos anteriores

8,192

gpt-3.5-turbo Modelo optimizado para conversaciones, y
más barato que el modelo text-davinci-003

4,096

gpt-3.5-turbo-16k Mismas capacidades que gpt-3.5-turbo
con 4 veces el tamaño de contexto

16,384

text-davinci-003 Parte de los modelos GPT-3.5. Con capa-
cidad para entender lenguaje natural o có-
digo. El finetuning de este modelo se hizo
con Reinforcement Learning

4,097

text-davinci-002 Parte de los modelos GPT-3.5. Con capa-
cidad para entender lenguaje natural o có-
digo. El finetuning de este modelo se hizo
con métodos supervisados

4,097

davinci, curie, bab-
bage

Son los modelos originales GPT-3 lanzados
en 2019. Con capacidad para entender y
generar lenguaje natural

2,049

Cuadro 4.7: Lista de modelos de OpenAI utilizados para evaluación de entidades y
sus características. Fuente: www.openai.com

El dataset utilizado para esta prueba tuvo que ser modificado debido a que al aplicar
la relación "instance of " existen entidades duplicadas y entidades sin objetos co-
nectados a través de "properties for this type". El dataset de entrenamiento (train)
contiene 44 000 filas que representan 2642 instancias. De estas 2642 instancias,
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Diseño del estudio

únicamente 342 contienen información sobre sus propiedades.

Las consultas sobre propiedades al LLM utilizan como parámetros a 8 distintos mo-
delos, jugando con temperaturas en el rango [0 − 2] en intervalos de 0, 05. Una vez
obtenidas las propiedades, se analizan tres escenarios: el primero corresponde a la
identificación de las coincidencias entre los atributos generados por el LLM y los atri-
butos existentes de acuerdo con Wikidata; el segundo, busca analizar la frecuencia
con la que los atributos son generados por el LLM independientemente del parámetro
que reciba; el tercer escenario revisa la diferencia entre los distintos modelos utiliza-
dos para la consulta.
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Capítulo 5

Resultados y discusiones

Este apartado describe algunos casos de uso con el objetivo de volver sobre plantea-
mientos ya expuestos para comprenderlos mejor y profundizar en ellos. La primera
parte consiste en dos casos de uso para la generación de ontologías para dos dominios
específicos: "Air Traffic" y "Tourism". La segunda parte consiste en un análisis de la
cobertura de atributos específicos de tres escenarios comparándola con información
disponible en Wikidata. Los datos que se analizan se cooresponden a "international
airport", "video games" y "ceremony awards".

5.1. Generación de ontologías a partir de LLM

Según lo descrito en el capítulo anterior, y siguiendo el procedimiento que sugiere
la figura 4.1 , es posible construir una ontología básica a partir de dos parámetros
iniciales otorgados por el usuario.

5.1.1. Caso 1: Air Traffic Ontology

El primer caso que se simula consiste en la creación de una ontología de Air Traffic
donde la clase raíz es "Airport". A través de un formulario web se introducen dichos
valores, como se muestra en la imagen 5.1. En primera instancia, se generan las
clases relacionadas con la clase raíz dentro del contexto dado. Posteriormente, de
forma paralela, se realiza la consulta al LLM sobre las propiedades y relaciones entre
cada una de estas clases y la clase raíz.

La figura 5.2 muestra los distintos elementos generados para la construcción de una
ontología de "Air Traffic" con clase raíz "Airport". Finalmente, cuando se le pro-
porciona el formato adecuado WebVOWL , la ontología se exporta en formato TTL
para que pueda ser utilizada con otras herramientas. Estos elementos generados se
detallan mejor en la figura 5.3. La figura 5.4 muestra el grafo completo con clases,
atributos y relaciones entre la clase raíz y las otras generadas a partir de las consultas
al LLM.

5.1.2. Caso 2: Tourism Ontology

En este caso se busca generar una ontología de "Tourism" donde la clase raíz es
"Hotel". De la misma forma que en el primer caso, los valores iniciales se introducen
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5.1. Generación de ontologías a partir de LLM

Figura 5.1: Interfaz de usuario para el ingreso de Contexto y la clase raíz. Fuente:
Generación propia
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Figura 5.2: Proceso de generación de los elementos para la ontología de "Air Traffic".
Modelo text-davinci-003 temperatura 0.7. Fuente: Generación propia
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Figura 5.3: Clases, atributos y relaciones generadas para la ontología "Air Traffic".
Modelo text-davinci-003 temperatura 0.7. Fuente: Generación propia
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5.2. Cobertura de los atributos generados por LLM
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Figura 5.5: Proceso de generación de los elementos para la ontología de "Tourism".
Modelo text-davinci-003 temperatura 0.7. Fuente: Generación propia
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Figura 5.6: Clases, atributos y relaciones generadas para la ontología "Tourism".
Modelo text-davinci-003 temperatura 0.7. Fuente: Generación propia

desde el formulario web, para posteriormente recorrer el proceso de construcción
descrito en la figura 4.1.

La figura 5.5 muestra en cada paso cómo se están generando elementos para la
construcción de la ontología de "Tourism" con clase raíz "Hotel". Estos elementos
son mejor descritos en la figura 5.6. El grafo completo de la ontología y todos sus
elementos se muestran en la figura 5.7.

5.2. Cobertura de los atributos generados por LLM

5.2.1. Caso 1: International airport

Una de las 346 instancias disponibles para comprobar su alcance y distribución es
"international airport" que tiene como identificador Q644371 en Wikidata. Con el
objetivo de comprobar el alcance de esta instancia, es posible hacer consultas al LLM
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Figura 5.7: Clases, atributos y relaciones de la ontología "Tourism". Modelo text-
davinci-003 temperatura 0.7. Fuente: Generación propia

en el contexto de "Air Traffic" con la clase raíz international airport.

Según la información de Wikidata, existen 11 atributos asociados a la clase "inter-
national airport". Mientras que, de acuerdo a las respuestas del LLM con los pará-
metros utilizados, se han generado un conjunto de hasta 114 propiedades distintas.
Al realizar una comparación por cada atributo, es posible observar que los atributos
con más coincidencias en los distintos modelos han sido los de location, runway y
códigos ICAO e IATA.

Por otro lado, si analizamos la figura 5.9 que muestra la distribución de los atribu-
tos obtenidos a partir de las consultas realizadas al modelo. se observa que existen
claramente atributos con mayor presencia que otros como "location" y "runway".

Figura 5.8: Evaluación de la cobertura de la clase "International airport" versus
etiquetas de Wikidata Fuente: Generación propia
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5.2. Cobertura de los atributos generados por LLM
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Figura 5.9: Frecuencia de atributos para la clases International airport originada
por las consultas al LLM Fuente: Generación propia

Figura 5.10: Mapa de calor por cada atributos de "International airport.originada
por las consultas al LLM, diferenciada por tipo de modelo Fuente: Generación propia

La figura 5.10 muestra este tipo de distribución para atributos con más de una (01)
aparición. Aquí es posible observar que existen atributos persistentes independientes
del modelo y de la temperatura utilizada para la consulta al LLM. Otra característica
interesante de la consulta al LLM se aprecia en la figura 5.11 , que muestra la dis-
persión de cada atributo por cada modelo utilizado para las consultas. Lo que puede
verse es que existe mucha mayor dispersión en el conjunto general de atributos por
los modelos "más pequeñosçomo text-davinci-002 a diferencia del GPT-4 donde, in-
dependiente del parámetro de temperatura, intenta mantener un conjunto pequeño
de atributos como respuesta.

5.2.2. Caso 2: Video game

Otra instancia disponible para comparar el alcance de las consultas al LLM es la de
"video game" con identificador Q7889 en Wikidata. Para ello, se realiza una consul-
ta al LLM con los parámetros de contexto "Store" sobre la clase "video game". De
acuerdo con Wikidata, esta entidad dispone de 31 atributos asociados a "video ga-
me"; mientras que las respuestas a las consultas al LLM generaron hasta 77 atributos
entre los distintos modelos y temperaturas utilizadas. La imagen 5.12 representa la
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Figura 5.11: Gráfico de dispersión por cada atributos de international airport origi-
nada por las consultas al LLM, diferenciada por tipo de modelo Fuente: Generación
propia

cobertura de estos 77 atributos sobre aquellos que existen en Wikidata. Se observa
que las de mayor incidencia son las de "platform", "release date", algún tipo de
"rating", "genre" y "developer".

La distribución de estos atributos, independiente del modelo puede, que se observa en
la figura 5.13 muestra que existen atributos con una mayor presencia como "genre"
o "platform" sobre el resto de atributos.

La figura 5.14 presenta un gráfico de aquellos atributos con más de una (01) aparición
en las consultas al LLM. Esta imagen indica una persistencia de algunos atributos en
todos los modelos utilizados sin importar el parámetro de temperatura utilizado para
la consulta. Al igual que el caso anterior, si se observa el gráfico 5.15 de dispersión,
se aprecia qué modelos generan atributos más aleatorios y qué modelos generan

Figura 5.12: Evaluación de la cobertura de la clase "video game" versus etiquetas de
Wikidata Fuente: Generación propia
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5.2. Cobertura de los atributos generados por LLM

ac
tio

n

co
ns

ol
e

co
st

de
sc

rip
tio

n

de
ve

lo
pe

r

fo
rm

at

ga
m

e

ga
m

in
g

ge
nr

e

gr
ap

hi
cs

id
en

tif
ie

r

m
ul

tip
la

ye
r

na
m

e

pl
at

fo
rm

pr
ice

pu
bl

ish
er

ra
tin

g

re
le

as
e 

da
te

re
le

as
e_

da
te rp
g

sh
oo

te
r

tit
le

vi
de

o 
ga

m
e

ye
ar

property

0

25

50

75

100

125

150

175
temperature

Figura 5.13: Frecuencia de los atributos para la clase "video game" originada por las
consultas al LLM. Fuente: Generación propia

Figura 5.14: Mapa de calor por cada atributo de "video game" originada por las
consultas al LLM diferenciada por cada modelo. Fuente: Generación propia

atributos más estables con la variación del parámetro de temperatura.

5.2.3. Caso 3: Ceremony awards

La instancia "ceremony awards" con identificador Q4504495 en Wikidata cuenta
con 12 atributos. Estos atributos son comparados con los 78 atributos generados
por el LLM con parámetros "events" como contexto y "award ceremony" como clase
raíz. La imagen 5.16 muestra la cobertura de estos 78 atributos que incluye princi-
palmente a "location", "point in time(date)", "organizer" y "winner".

Independiente del modelo y la temperatura utilizada, la figura 5.17 indica la frecuen-
cia de atributos con más de una aparición entre las respuestas del LLM. En este
gráfico resaltan atributos como "date", "location" y "winner" sobre el resto de atri-
butos.

Las figuras 5.18 muestran la persistencia de ciertos atributos en todos los modelos
utilizados. En cambio, la figura 5.19 presenta cómo algunos modelos generan atri-
butos de forma más dispersa que otros independiente del valor temperatura en la
consulta al LLM.
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Figura 5.15: Mapa de dispersión por cada atributo de "video game" originada por las
consultas al LLM diferenciada por cada modelo. Fuente: Generación propia

Figura 5.16: Evaluación de la cobertura de la clase "ceremony awards" versus eti-
quetas de Wikidata. Fuente: Generación propia
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5.2. Cobertura de los atributos generados por LLM
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Figura 5.17: Frecuencia de atributos para la clase "ceremony awards" generadas
por las consultas al LLM. Fuente: Generación propia

Figura 5.18: Mapa de calor por cada atributo de "ceremony awards" originada por
las consultas al LLM diferenciada por cada modelo. Fuente: Generación propia

ac
co

la
de

ac
hi

ev
em

en
t

ac
to

r
ac

to
rs

ac
tre

ss
ad

dr
es

s
ap

pl
au

se
as

so
cia

te
d

at
te

nd
ee

s
at

tri
bu

te
at

tri
bu

te
s

au
di

en
ce

aw
ar

d
aw

ar
d 

ce
re

m
on

y:
ev

en
t

aw
ar

de
e

aw
ar

ds
be

st
 p

ict
ur

e
be

st
ow

al
br

oa
dc

as
t

ca
te

go
rie

s
ca

te
go

ry
ce

le
br

at
io

n
ce

le
br

ity
ce

re
m

on
y

ce
re

m
on

y-
ty

pe
cla

ss
co

nt
es

t
da

te
de

sc
rip

tio
n

di
re

ct
or

di
sc

re
tio

na
ry

ev
en

t
ev

en
ts

ga
in

gi
ve

aw
ay

gi
ve

n
ho

no
r

ho
no

re
e

ho
no

re
es

ho
no

rin
g

ho
st

la
ur

ea
te

lo
ca

tio
n

lo
se

r
lo

se
rs

m
icr

op
ho

ne
m

us
ic

na
m

e
no

m
in

at
io

n.
 re

d-
ca

rp
et

no
m

in
at

io
ns

no
m

in
ee

no
m

in
ee

/tr
op

hy
no

m
in

ee
s

or
ga

ni
se

r
or

ga
ni

ze
r

or
ga

ni
ze

rs
pa

rti
cip

an
ts

pa
rty

pe
op

le
pe

rs
on

pl
ac

e
po

di
um

pr
es

en
te

r
pr

es
en

te
rs

pr
es

tig
e

pr
ize

pr
ize

s
pu

rp
os

e
re

ce
iv

er
re

cip
ie

nt
re

cip
ie

nt
s

re
co

gn
iti

on
re

d 
ca

rp
et

re
fre

sh
m

en
ts

re
wa

rd
sp

on
so

r
st

ag
e

st
rin

g:
ev

en
tc

er
tif

ica
te

th
in

g
tim

e
tit

le to
tro

ph
ie

s
tro

ph
y

ty
pe

ty
pe

 o
f a

wa
rd

ve
nu

e
wi

nn
er

wi
nn

er
s

wo
rs

hi
p

ye
ar

property

gpt-3.5-turbo-16k

gpt-3.5-turbo

text-davinci-002

text-davinci-003

gpt-4

m
od

el
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por las consultas al LLM diferenciada por cada modelo. Fuente: Generación propia
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Capítulo 6

Conclusiones y trabajo futuro

Los apartados previos han descrito las características del proceso de construcción
de ontologías y que este contiene tareas que pueden ser automatizadas. Ante esta
situación, se plantea el uso de LLM como una posible herramienta para acelerar su
construcción.

Asimismo, se han evaluado los resultados obtenidos por un LLM llevando a cabo una
comparación con información existente en una base de conocimiento como Wikidata.

6.1. Conclusiones

Como uno de los resultados del trabajo se puede concluir que es posible implementar
una herramienta capaz de generar ontologías haciendo uso de las características de
un LLM como la extracción de clases, propiedades y relaciones a partir de instruc-
ciones generadas de forma semi-automática. Además, resulta evidente que existen
LLM con la capacidad de entender instrucciones que soliciten un formato específico
de salida. Esta característica permite que las salidas a alguna instrucción al mode-
lo puedan conectarse automáticamente a otras instrucciones más, generando una
cadena de instrucciones con un fin específico sin mayor interacción por parte de la
persona, como por ejemplo, interconectar el flujo de construcción de ontologías.

Sin embargo, al igual que cualquier otro método de automatización, la evaluación
de este proceso puede resultar compleja debido a que no existe un gold standard
al que se apunta o un conjunto de reglas definida para analizar si una ontología
es buena o mala. Por ese motivo, la evaluación realizada en este trabajo a distintos
elementos generados también nos ha servido para observar qué tanto conoce el LLM
sobre algunos conceptos del mundo en un contexto específico. Lo que se ha podido
observar es que existen atributos que son generados con mayor frecuencia por los
LLM ante el mismo prompt. Estos atributos usualmente son aquellos que coinciden
con información de Wikidata.

Otro factor interesante a observar es el comportamiento del LLM en sus distintas
versiones. Lo que se ha podido observar es que, a pesar que la temperatura sea
definida como un parámetro de aleatoriedad en los modelos de lenguaje, es posible
notar que las respuestas de los modelos más grandes corresponden a un conjunto
más pequeño de atributos. Mientras que modelos más pequeños generan un conjunto
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6.2. Lineas de trabajo futuro

más grande y aleatorio frente al mismo prompt. Además que estos últimos tienen
mayor complicación al generar un formato de salida solicitado en el prompt.

Aunque este trabajo no pretende ser una herramienta determinante para la genera-
ción de ontologías, los procesos que se proponen pueden ser de gran ayuda. No solo a
desarrolladores expertos cuando aborden un dominio desconocido sino también para
quienes se inician en el desarrollo de ontologías y necesitan algunas referencias para
iniciar su camino.

6.2. Lineas de trabajo futuro

Al momento plantear la propuesta de este trabajo, uno de los problemas fue la in-
certidumbre sobre si ChatGPT o los modelos disponibles a través de su API seguirían
disponibles en los próximos meses. Otro inconveniente fue la naturaleza no-abierta
de estos modelos desarrollados OpenAI, que aunque existan algunos detalles en los
artículos, no es el modelo final publicado o disponible en el API. Lo que pasó al final
fue que ChatGPT generó un movimiento de desarrollo de LLM desde distintos frentes.
Tal vez el más importante para la comunidad científica fue la publicación de LLaMA
que puso a disposición los pesos del modelo. Esto generó múltiples modelos derivados
de LLaMA.

A manera de continuar con esta línea de trabajo, es posible señalar lo siguiente:

Utilizar otros modelos de lenguaje como Bard para realizar las mismas pruebas.

Utilizar los LLM para popular otras partes de la ontología como el etiquetado por
idiomas o la descripción de las clases.

Automatizar la evaluación realizada para cada atributo y extenderla a las rela-
ciones entre entidades.

Realizar un finetuning del LLM para obtener respuestas de un dominio más
especializado.
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