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Introducción

Muchos procesos físicos, biológicos, medio ambiente, geofísico, incluyen la
variabilidad en el espacio y el tiempo. Como resultado de las di�cultades cau-
sadas por grandes conjuntos de datos y el modelado de las interacciones de
espacio, tiempo y espacio temporal, los métodos tradicional espacio-tiempo
son limitados. Al mismo tiempo, el creciente número de situaciones donde la
información de la muestra funcional está disponible ha permitido que las he-
rramientas estadísticas funcionales que deben aplicarse en el análisis de estas
características. De hecho, la estadística funcional proporciona un marco más
informativo y ricos contexto en el que la complejidad de tales características
puede ser debidamente analizada.

En el contexto de la estimación de parámetros mínimo contraste, nos
referimos a Anh, Leonenko y Sakhno (2004) sobre la estimación de pará-
metros de campos aleatorios fraccional a partir de información de la mues-
tra funcional. El libro de Christakos (2000) proporciona una visión general
de las diferentes metodologías aplicado en el análisis estadístico de campos
aleatorios espacio-temporal, incluyendo los modelos diferenciales fraccional y
análisis de heterogeneidad. Por otro lado, las diferentes familias covarianza
espacio-temporales recientemente se han introducido y analizado como una
herramienta para el modelado estadístico de datos espacio-temporales (ver
Berg et al. 2008; Gneiting 2002; Kelbert et al. 2005; Ma 2005; Porcu y Mateu
2007; Stein 2005; entre otros). En el caso en el que pesados-cola y núcleos
fractales son considerados para un modelo (véase, por ejemplo, Antoniadis
y Sapatinas 2003, Berg et al. 2008 y Kelbert et al. 2005), el problema de
estimación funcional asociados es un problema mal planteado. Una opción
es aplicar los métodos de proyección numéricos localizando un espacio di-
mensional �nito en el que la inversión estable es posible, en términos de una
base ortonormal adecuada. Otra forma es considerar un espacio funcional,
con una geometría adecuada, compensando singularidad del espectro, donde
la inversión de la ecuación Wiener-Hopf asociados es limitada.

Estadísticas Funcional (véase, por ejemplo, Christakos 2005; Ferraty Vieu
y 2006, Ramsay y Silverman 2005) proporciona un contexto usual para el aná-
lisis de sistemas complejos. Entre la amplia gama de campos aplicados donde
se requiere el análisis estadístico de información de la muestra funcional, se
hará referencia a las aplicaciones epidemiológicas (véase Christakos y Hris-
topulos 1998). El enfoque funcional permite resolver clasi�cación complejos
y los problemas de discriminación, que son fundamentales en la detección
de factores de riesgo tales como la alteración de genes celulares (el riesgo de
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cáncer humano) (véase Hall et al 2001; Müller de 2005; Müller y Stadmüller
de 2005, que aplicó modelos lineal funcional generalizado). Adicionalmente,
la dinámica colectiva evoluciona espacialmente y temporalmente de actuar
de manera crítica a coordinar el desarrollo multicelular (por ejemplo, morfo-
genéticas movimientos de las células y la transcripción de genes que requiere
de buena coordinación espacial y temporal). Las conexiones entre datos ge-
nómica de alto rendimiento, que se obtiene a nivel molecular y nivel celular,
y mayor nivel organizacional y funcional se establecen a partir de lecturas
relevante biológicamente involucrado de las escalas temporales y espaciales
(ver Germain et al. 1999; Haoudi Bensmail y 2006; Monk 2003, entre otros).
La alta dimensionalidad de los datos generados por estos estudios requie-
re el desarrollo de nuevas herramientas en Estadísticas Funcional para un
procesamiento e�ciente y el análisis de estos conjuntos de datos. Transfor-
maciones ortogonales y biortogonal son usualmente aplicado para reducir
la dimensionalidad. Por ejemplo, las transformaciones espectrales discretas
y continuas (por ejemplo, el análisis de componentes principales funcional,
descomposición en valores singular, la transformada de Fourier) se conside-
ran para el modelado y procesamiento de conjunto de datos de expresión
genoma (véase, por ejemplo, Alter 2000, 2003; Klevezc y Murray 2001; Yao
et al. 2003, 2005). El problema de predicción en secuencias biológicas, y, en
particular, en datos de expresión génica (ver Bar-Joseph 2004; Bar- Joseph
et al 2003;. Raychadhuri et al. 2000, entre otros) también se formula en un
contexto funcional cuando los segmentos no observados debe ser estimado.
Los modelos Autorregresivos Hilbert son considerado a representar secuen-
cias de datos funcionales. Estas secuencias pueden estar constituidos, por
ejemplo, segmentos de secuencias biológicas, por las imágenes en el análisis
espacio-temporal de la deformación de dos dimensiones y el movimiento de
las células de las series temporales de imágenes de vídeo digital, etc.

Sin embargo, en muchas aplicaciones, las investigaciones también se en-
frentan al problema de la estimación de parámetros de sistemas observada
parcialmente. En este sentido, frente a este problema, bajo el supuesto de
Gauss, de la familia de modelos ARH(p). Consideramos que el caso de que
un ruido de observación funcional aumenta la variabilidad funcional de los da-
tos de producción de una pérdida de información. Las bases ortonormales, al
igual que las consideradas en el análisis de componentes principales funcional
(base autofunción empírica asociada con el operador de covarianza espacial),
no proporciona una proyección adecuada (no diagonaliza la ecuación de es-
tado funcional ARH) con el �n de calcular los estimadores de parámetro de
proyección ML en el contexto ARH.
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El Análisis estadístico de datos espacio-temporales requiere de las pro-
yeccciones de funciones ortogonales u ortonornales que permitan reducir la
elevada dimensión de los problemas que se plantean en este análisis (ver
Ruiz-Medina y Angulo[82], Wikle y Cressie [110], Wikle [106] y [107]). Tra-
bajaremos en un contexto de espacio de estados. Más concretamente, nos
centraremos en el análisis de secuencias de datos funcionales espaciales desde
la perspectiva proporcionada por los modelos de series autorregresivas hil-
bertianas. Estudiaremos el caso de modelos autorregresivos hilbertianos de
orden uno, ARH(1). En este trabajo, se desarrollará la implementación del
estimador lineal mínimo cuadrático de la ecuación de estados funcional en
el modelo ARH(1) afectado por ruido, en sentido fuerte, mediante proyec-
ción en la base de autofunciones empíricas del operador de autocovarianza
del proceso ARH(1). La aproximación a la predicción del espacio-tiempo que
logra la reducción de la dimensión y utiliza un modelo estadístico que es
temporalmente dinámica y espacialmente descriptivo (ver Wikle y Cressie
1999). Es decir, que explota el �ujo unidireccional del tiempo, en un marco
autorregresivo, y es espacialmente "descriptivo"de que el proceso autorre-
gresivo espacialmente colorido. Con la inclusión de una ecuación de medida,
esta formulación conduce naturalmente al desarrollo de un �ltro de Kalman
espacio-temporal que logra la reducción de dimensión en el análisis de gran-
des conjuntos de datos espacio-temporales.

En la capítulo 1, se estudia el problema funcional de �ltrado asociados
a los procesos espacio-temporal de�nido por una ecuación de evolución seu-
dodiferencial perturbado por un ruido de observación fractal, las condiciones
para un cálculo estable de la solución al problema �ltrado funcional asociado
que son establecidas en función de los espectros de operador de covarianza
del proceso de interés y de la observación de ruido Hilbert. La aplicación de
perturbación teórica de operadores lineales limitado, se establece de las con-
diciones en el espacio de parámetros, caracterizando el modelo de observación
funcional, para conseguir una inversión estable de la ecuación Wiener-Hopf
asociados. También se menciona y desarrolla brevemente algunas técnicas
usada en la estimación del modelo de regresión funcional espacial.

En el capítulo 2, En la implementación del método de estimación de pro-
yección ML (máxima verosimilitud) de los parámetros funcional que de�nen
la ecuación ARH(p), se considera la diagonalización de las bases Riesz dual
del operador de autocorrelación. Las estimaciones de proyección máxima ve-
rosimilitud del operador autocorrelación, y los operadores covarianza de las
innovaciones funcionales y los ruidos de observación que se obtienen mediante
la combinación de �ltrado de Kalman y suavizado con el algoritmo EM. La
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implementación del algoritmo �ltros de Kalman se realiza en términos de las
series de�nido por los Coe�cientes POP del proceso de interés, así como en
términos de la transformación POP de los momentos de segundo orden con-
dicional involucrados. El paso expectativa y paso maximización son entonces
calculado a partir del �ltrado de Kalman forward seguido por una recursión
suavizado Kalman backward en términos de coe�cientes Fourier asociados a
una descomposición.

En el capítulo 3, se estudia la implementación del estimador lineal mí-
nimo cuadrático de la ecuación de estados funcional en el modelo ARH(1)
afectado por ruido Hilbert, en sentido fuerte, mediante proyección en la ba-
se de autofunciones empíricas del operador de autocovarianza del proceso
ARH(1), teniendo en cuenta la secuencia de datos funcionales espaciales del
proceso de interés con respecto a la observación del tiempo, sin considerar la
localización.
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Capítulo 1

Filtrado Espacio-Temporal de la
Secuencia de Datos Funcionales
Espaciales Fractales

El modelo de observación se de�ne en términos de una secuencia de rea-
lizaciones espaciales del proceso de interés, la solución a una ecuación seudo
diferencial espacio-temporal, afectados por fuertes ruido blanco aditivo de
Hilbert. Se estudiará las condiciones en el espacio de parámetros, consideran-
do la pesada cola y el comportamiento fractal de la familia núcleo covarianza
considerado, para obtener una regularización del problema �ltrado funcional
asociados. Por lo tanto, la robustez del estimador funcional se obtiene frente
a la variabilidad local funcional de los datos. En la práctica, estas condi-
ciones se re�eren a los relacionados espectros empíricos con los estimadores
operadores covarianza.

1.1. Modelo estadístico funcional

El problema �ltrado asociado con el modelo de observación funcional
(ver Salmerón y Ruiz-Medina 2009, para el caso de procesos Hilbertiano
autorregresivo).

Zt = Yt +Nt, t ∈ [0, T ], (1.1)

donde Y es la solución a la ecuación evolución

∂Y

∂t
(t, x) = LxY (t, x), (t, x) ∈ R+ ×D ⊂ R+ × Rn, (1.2)

con condiciones inicial aleatorias valuado Hilbert

Y (0, ·) ≡ Y0(·) ∈ HY0 , (1.3)
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la condición inicial aleatoria de�nido por una variable aleatoria con valores en
el espacio de Hilbert HY0 de funciones espacial de�nido en dominio D ⊂ Rn.

El modelo (??) es entonces interpretado como un modelo estadístico fun-
cional con Nt, t ∈ R+, de�nido como un fuerte ruido blanco Hilbertiano, es
decir, como una secuencia de variables aleatorias independientes valuado HN

que satisface
E∥Nt∥2HN <∞, t ∈ R+

Los modelos del fuerte ruido blanco Hilbertiano están de�nido en térmi-
nos de ruido de colores espaciotemporal fractal con el núcleo de covarianza
absolutamente integrable.

1.2. Estructura de dependencia funcional y sus

aproximación empírica

La estructura de segundo orden de las variables aleatorias Hilbert valuado
del modelo de observación funcional

Zt = Yt +Nt, t ∈ [0, T ],

con Nt, t ∈ R+, un fuerte ruido blanco Hilbertiano. El modelo de observación
funcional está dado en términos de los siguientes operadores.

Los operadores covarianza de los procesos de Y,N y Z están de�nido co-
mo

RYtYs = E [Yt ⊗ Ys] , t, s ∈ R+,
RNµNs = E [Nµ ⊗Ns] , µ, s ∈ R+,
RZµZs = E [Zµ ⊗ Zs] = E [Yµ ⊗ Ys] + E [Nµ ⊗Ns] , µ, s ∈ R+,

especí�camente,

RYtYs(ϕ) = E
[
Yt⟨Ys, ϕ⟩HY =H̄s(D)

]
, ∀ϕ ∈ D(RYtYs),

RNµNs(ϕ) = E
[
Nµ⟨Ns, ϕ⟩HN=H̄β(D)

]
, ∀ϕ ∈ D(RNµNs),

RZµZs(ϕ) = E
[
Zµ⟨Zs, ϕ⟩HZ=H̄d(D)

]
, ∀ϕ ∈ D(RZµZs),

(1.4)

denotado por D(A) el dominio del operador A. Si los procesos Y y N son
estacionario en el tiempo, para t = s y u = s, entonces los operadores de
covarianza espacial de los procesos Y,N y Z, son invariante en el tiempo.
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El operador de covarianza transversal entre el proceso de interés y el
proceso observado está dado por

RYtZs = E [Yt ⊗ Zs] , t, s ∈ R+,

Es decir,

RYtZs(ϕ) = E
[
Yt⟨Zs, ϕ⟩HZ=H̄d(D)

]
, ∀ϕ ∈ D(RYtZs),

Para la estimación funcional del proceso de interés Y desde el modelo de
observación 1.1, bajo la estacionalidad en el tiempo, se tiene los siguientes
estimadores funcional de los operadores de covarianza transversal y espacial
de Z, basado en el método de momentos, desde la observación del tiempo
t = 1, . . . , T ,

R̂T
ZsZs

=
1

T

(
T∑

u=1

Zµ ⊗ Zµ

)
−

(
1

T

T∑
u=1

Zµ

)
⊗

(
1

T

T∑
u=1

Zµ

)

R̂T
ZsZs+k

= R̂T
YsYs+k

=
1

T − k

[
T−k∑
u=1

Zµ ⊗ Zµ+k

]
−

[
1

T − k

T−k∑
u=1

Zµ

]
⊗

[
1

T − k

T−k∑
u=1

Zµ+k

]
,

(1.5)

para k = 1, . . . , p.

En práctica, la información muestral funcional es discreta. Los métodos
suavizado se pueden aplicar con el �n de aproximarse a la naturaleza continua
de los datos. Es decir, en la práctica, el modelo de observación es de�nido
como

Zt(x) = Yt(x) +Nt(x), x ∈ DOBS
Z ⊂ D, t = 1, . . . , T, (1.6)

donde DOBS
Z es un conjunto discreto contenido en D. La densidad de locacio-

nes espacial de�niendo el conjunto DOBS
Z debe garantizar un buen desempeño

de las técnicas de suavizado con el �n de aplicar la metodología de las es-
tadísticas funcionales (ver, por ejemplo, Besse et al. 2000, en relación a la
implementación de los métodos de estimación funcional en términos de datos
funcional suavizado).

1.3. Estimador funcional lineal por mínimos cua-

drados

Del modelo de observación funcional 1.1, de la ecuación Wiener-Hopf,
se de�ne el estimador lineal por mínimos cuadrados de Y en tiempo t ∈
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[0, T ], para el problema �ltrado, y en el tiempo futuro para el problema de
predicción, se deriva de la siguiente manera

E[(Yt(·)− LtZ.(·))Zs(·)] = 0, s ∈ [0, T ], (1.7)

donde Lt denota el operador lineal que de�ne la transformación optima, en el
sentido de media cuadrática de los datos funcionales espacial a aproximarse
a la realización espacial de Y en cada tiempo t de interés, es decir,

Yt = LtZ.

En el caso donde Lt es un operador integral, tenemos

Ŷt(x) = LtZ.(x) =

∫
[0,T ]×D

l(t, s;x, y)Zs(y) dsdy, (1.8)

donde l denota el nucleo espacio temporal de�niendo el operador Lt en el
caso integral. Desde la ecuación 1.7, el operador Lt debe satisfacer

RYtZs = LtRZ.Zs , s ∈ [0, T ] (1.9)

La inversión estable de la ecuación 1.9 conduce a la solución funcional

Lt = RYtZ. [RZ.Z⋆ ] , (1.10)

donde ⋆ representa el argumento de segundo tiempo del nucleo l de�niendo
el operador Lt en el caso integral (ver ecuación 1.8).

En el caso de Gauss, los exponentes s y β son estimados de los espec-
tros empíricos relacionados con la representación umbral Wavelet de los es-
timadores de operador covarianza de la ecuación 1.5 (ver Bosq 2000, donde
proporcionan los resultados de la convergencia de los espectro empírico al
teórico).

1.4. Estimación empírica B-Spline y sus apro-

ximaciones

(Ver Guillas, S y Lai, M.J., 2009) Sea Y una variable aleatoria con valores
reales. Sea D un dominio poligonal en R2. El modelo de regresión es:

Y = f(X) + ϵ = ⟨g,X⟩+ ϵ =

∫
D

g(s)X(s)ds+ ϵ, (1.11)
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donde g(s) está en un espacio funcional H (generalmente = L2(D)), ϵ es una
variable aleatoria real que satisface Eϵ = 0 y EX(s)ϵ = 0, ∀s ∈ D.

A continuación, los métodos de aproximación para determinar una es-
timación de g donde es de�nido en una 2D dominio espacial D de las ob-
servaciones en X obtenidos sobre un conjunto de puntos de diseño en D e
Y .

1.4.1. Aproximación de Funcionales Lineal con Penali-
zación

Suponemos que X e Y sigue el modelo de regresión (1.11). La solución
α ∈ H que se resuelve con el siguiente problema de minimización:

α = argmı́n
β∈H

E[(Y − ⟨β,X⟩)2] + ρ∥β∥2r, (1.12)

donde ρ > 0 es un parámetro y ∥β∥2r denota la semi-norma de β:

∥β∥2r = ξr(β, β),

donde

ξr(α, β) =

∫
D

r∑
k=0

∑
i+j=k

Di
1D

i
2αD

i
1D

i
2β,

D1 y D2 posición de la derivada parcial con respecto a la primera y segunda
variables. A menos que la pena es igual a cero, α no es necesariamente igual
a g. Desde Sr

d(△) puede ser denso en el espacio de Hilbert H como |△| →0,
se considera un espacio spline Sr

d(△) para una suavidad r ≥ 0 y el grado
d > r sobre una triangulación △ de D con |△| su�cientemente pequeñas. La
aproximación Sα,ρ ∈ Sr

d(△) de α es

Sα,ρ = arg mı́n
β∈Sr

d(△)
E[(Y − ⟨β,X⟩)2] + ρξr(β). (1.13)

Sea {ϕ1, . . . , ϕm} una base para Sr
d(△), entonces Sα =

∑m
j=1 cjϕj.

E(⟨
m∑
i=1

ciϕi, X⟩)2 + ρ∥
m∑
i=1

ciϕi∥2r = 0 (1.14)

La estimación empírica de Sα,ρ. Sea Xi, i = 1, . . . , n una sucecsión de va-
riables aleatorias funcional tal que sólo el polinomio cero es perpendicular al
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subespacio generado por {X1, . . . , Xn}, excepto en un evento cuya probabili-

dad pn tiende a cero cuando n→ +∞. La estimación empírica Ŝα,ρ,n ∈ Sr
d(△)

es la solución de

Ŝα,ρ,n = arg mı́n
β∈Sr

d(△)

1

n

n∑
i=1

(Yi − ⟨β,Xi⟩)2 + ρ∥β∥2r, (1.15)

con ρ > 0 el parámetro suavizado. La solución de la minimización está dada

por Ŝα,ρ,n =
∑m

i=1 cn,iϕi con vector de coe�cientes cn = (cn,i, i = 1, . . . ,m)

que satisface Âncn = b̂n, donde

Ân =

[
1

n

n∑
l=1

⟨ϕi, Xl⟩⟨ϕj, Xl⟩+ ρξr(ϕi, ϕj)

]
i,j=1,,m

y

b̂n =

[
1

n

n∑
l=1

Yl⟨ϕj, Xl⟩

]
j=1,,m

=

[
1

n

n∑
l=1

(f(Xl) + ϵl)⟨ϕj, Xl⟩

]
j=1,,m

Para demostrar que Ŝα,ρ,n se aproxima a Sα,ρ, en la probabilidad. Por
simplicidad, se considera el caso donde la penalidad es igual a cero como las
entradas de A−Ân y b− b̂ son exactamente los mismos con o sin penalización.
Para los detalles de teoremas y lemas que se ha usado para la demostración
(ver Guillas y Lai, 2009)

1.4.2. Aproximación de Funcionales Lineal basado en
Observaciones Discreta

Sea X las observaciones sobre algunos puntos diseñado sk, k = 1, . . . , N
en D. Sea SX la aproximación spline en forma de cuadrado mínimo discreto
de X asumiendo que sk, k = 1, . . . , N se distribuye uniformemente sobre
△ de D con respecto a Sr

d(△). Consideramos αS que resuelve el siguiente
problema de minimización :

αS = argmı́n
β∈H

E[Y − ⟨β, SX⟩)2] + ρ∥β∥2r. (1.16)

Se busca aproximar SαS ∈ Sr
d(△) de αS tal que

SαS = arg mı́n
β∈Sr

d(△)
E[Y − ⟨β, SX⟩)2] + ρ∥β∥2r. (1.17)
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Primero se analiza como αS se aproxima a α.

F (β) = E[(Y − ⟨β,X⟩)2]

es una estricta función convexa y así FS(β) = E[(Y − ⟨β,X⟩)2] + ρ∥β∥2r

La estimación empírica de Sα basado en observaciones discretas de super-

�cies aleatorias Xi, i = 1, . . . , n. La estimación empírica S̃α,ρ,n ∈ Sr
d(△) es la

solución de

S̃α,ρ,n = arg mı́n
β∈Sr

d(△)

1

n

n∑
i=1

[Yi − ⟨β, SXi
⟩)2] + ρ∥β∥2r.

La solución de la minimización de la ecuación anterior está dada por

S̃α,ρ,n =
m∑
i=1

c̃n,iϕi

con {ϕ1, . . . , ϕn} una base de Sr
d(△) y con coe�ciente vector c̃n = (c̃n,i, i =

1, . . . ,m) que satisface Ãnc̃n = bn, y

Ãn =

[
1

n

n∑
l=1

⟨ϕi, SXl
⟩⟨ϕj, SXl

⟩+ ρξr(ϕi, ϕj)

]
i,j=1,...,m

donde SXl
es el cuadrado mínimo discreto en forma de Xl y

b̃n =

[
1

n

n∑
l=1

Yl⟨ϕj, SXl
⟩

]
j=1,...,m

Para los detalles de teoremas y lemas que se ha usado para la demostración

de la estimación empírica S̃α,ρ,n ∈ Sr
d(△) (ver Guillas y Lai, 2009)

1.5. Estructuras de datos funcionales con de-

pendencia espacial

El proceso funcional espacial se de�ne

{Xs : s ∈ D ⊆ Rd} (1.18)
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donde s es una función de datos genéricos en el espacio Euclideano d-dimensional,
el conjunto D ⊆ Rd puede ser �jo o aleatorio, y Xs son variables aleatorias
funcional, de�nido como elementos aleatorios tomando valores en un espacio
de dimensión in�nita (o espacio funcional). Por lo general Xs, para cada s
�jo, es una función real de [a, b] ⊆ R a R.

En el análisis de datos espacial univariante o multivariante, la naturaleza
de los conjuntos D que se permite clasi�car datos espaciales funcionales. Da-
tos funcional Geoestadística que aparecen cuando D es un subconjunto �jo
de Rd con un volumen positivos y n puntos s1, . . . , Sn, en D que se eligen
para observar las funciones aleatorias Xi, i = 1, . . . , n. Cuando se tiene un
patrón de puntos de mercado funcional marcó el punto, cuando una función
completa se observa en cada punto generada por un proceso estándar de pun-
to. Datos de área Funcionales (o de datos funcional en red) corresponden al
caso de D ser un conjunto �jo y contable.

A continuación, los tres tipos clásicos de estructuras de datos espaciales
(datos geoestadísticos, los patrones de punto, y los datos de área) que se pue-
den combinar con datos funcionales (ver Delicado, Giraldo, Comas y Mateu,
2010), donde se aplica las tres estructuras de datos espaciales en datos de
temperaturas de 35 estaciones meteorológicas de Canadá)

1.5.1. Datos Funcional Geostadística

Sea el proceso aleatorio funcional (1.18) es de segundo orden �jo e isó-
tropo, es decir, las funciones de media y la varianza son constantes y la
covarianza sólo depende de la distancia entre los puntos de muestreo (sin
embargo, la metodología también se podría desarrollar sin asumir estas con-
diciones). Además, tenga en cuenta que por cada �jo t0 ∈ [a, b], la sección
�nito-dimensional Xs(t0) es una función aleatoria escalar de�nida en un es-
pacio de probabilidad. Formalmente es,

E(Xs(t)) = m(t) y V (Xs(t)) = σ2(t) para todo t ∈ [a, b] y ∀s ∈ D

Cov(Xs(t), Xs+h(u)) = C(h; t, u), con h el vector de retraso espacial, y
para todo t, u ∈ [a, b] Esto asegura que la varianza del proceso asociado
C(0; t, u) existe y es �nito. Usamos la notación de C(h, t) de C(h; t, t).

1.5.2. Datos Funcional asociado con procesos puntos

Los objetivos del estudio de los procesos de punto con una marca de
funcionales son esencialmente los mismos que en otros procesos puntuales
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marcados. La pregunta más importante es la de saber si hay dependencia
espacial en las marcas funcionales. Tenga en cuenta que el patrón de punto
es un estándar único y el tipo de marca es diferente.

Sea h(·, ·) una prueba funcional que participan dos funciones (por ejem-
plo, h(f, g) podría ser una medida de similitud entre las funciones f y g), y
sea λ(2)(r), r ∈ R+, ser la usual densidad producto de segundo orden, para

el proceso de punto estacionario e isotrópicoΨ, sea λ
(2)
f (r) la versión contra-

partida de esta densidad de un proceso punto de mercado funcional, es decir,
λ
(2)
f (r) es la densidad asociada a la medida de momento factorial funcional de

segundo orden, (cuando esta medida es absolutamente continua con respecto
a la medida de Lebesgue)

α
(2)
f (A1 × A2) = E

[ ̸=∑
S1,S2∈Ψ

h(XS1 , XS2)IA1×A2(S1, S2)

]

donde A1, A2 ⊆ R2. La función correlación de margen funcional (Comas et
al., 2008) es de�nido como

gf (r) =
λ
(2)
f (r)

λ(2)(r)E[h(XS1 , XS2)]

donde r = ∥s1 − s2∥. Comas et al. (2008) propone a estimar gf (r) en la
ventana de observación W por

ĝf (r) =
1

2πrλ̂2p|W |

̸=∑
S1,S2∈Ψ

h(XS1 , XS2)K(∥S1 − S2∥ − r)

Ê[h(XS1 , XS2)]e(S1, ∥S1 − S2∥)

donde Ψ es el patrón punto observado, λ̂p es un estimador de la intensidad
de puntos, K(·) es una función núcleo que es no negativo y simétrica con
respecto a la origen, y e(·) es un factor para corregir los efectos de borde.

1.5.3. Datos Areal Funcional

Los datos de área funcional consiste en determinar la pirámide de pobla-
ción. Los objetivos para este tipo de espacio por la FDA son similares a las
que se re�eren los datos de área univariante o multivariante: la detección de
la dependencia espacial (a través de pruebas de autocorrelación espacial), la
identi�cación de agrupaciones espaciales, y para el modelado de la depen-
dencia espacial (por ejemplo, a través de modelos de regresión espacial) son
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probablemente las más importantes. La disimilitud se calcula a partir de la
información disponible en cada área. Por lo tanto, se puede aplicar a cualquier
tipo de característica observable, siempre que la disimilitud (o distancia) se
puede de�nir entre cualquier par de observaciones.

Cuando se trabaja con las pirámides de población, que son casos particu-
lares de funciones de densidad, la distancia adecuada entre ellas es la versión
simétrica de la divergencia Kullback-Leibler

dKL(fi, fj) =

b∫
a

log

(
fi(x)

fj(x)

)
fi(x)dx+

b∫
a

log

(
fj(x)

fi(x)

)
fj(x)dx

1.6. Métodos Cokriging para datos funcional

espacial

En un modelo funcional lineal con dependencia espacial, la estimación de
la regresividad se reduce a un problema cokriging multivariado para la elec-
ción adecuada de los espacios funcionales. El problema del kriging en el caso
de dimensión in�nita bajo ciertas condiciones de regularidad de las funciones.
El método se ilustra con el análisis de datos de per�les de temperatura en el
Océano Antártico, donde los mamíferos marinos se utilizan como muestras.
Para mas detalles el método y la aplicación (ver Nerini, Monestiez y Manté,
2010; y Nerini y Monestiez, 2008)

1.6.1. Modelo lineal espacial para datos funcionales

Se considera un conjunto de curvas de E = {yi, i = 1, . . . , n} muestra en
n ubicaciones espacial aleatorias xi sobre el dominio D. Cada yi(t) es una
observación única de Yi(t), una función aleatoria en xi ubicación donde el
argumento t varía en un intervalo compacto τ de R. La función de Yi toma
valores en un Espacio de Hilbert reproducción del núcleo (RKHS) H de las
funciones en τ donde ⟨·, ·⟩H denota su producto interno y ∥ · ∥H la norma
asociada. Bajo los supuestos de estacionariedad de segundo orden, la función
de media µ que es la misma en cualquier punto del dominio y que se supone
que es desconocido

E(Yi) = µ, ∀xi ∈ D

El operador de covarianza lineal Cij : H → H entre Yi en la ubicación xi y
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Yj en la ubicación xj = xi + h se de�ne como sigue

Cij(f) = E[(Yi − µ)⊗ (Yj − µ)(f)] = E(, Yi − µ⟩H(Yj − µ)), f ∈ H.

Para estimar Y0, la curva en lugar desconocido x0, con el modelo lineal (Cue-
vas et al. y Cardot et al.)

Ŷ0 =
n∑

i=1

Bi(Yi),

donde Bi es un operador lineal.

El estimator Ŷ0 imparcial debe ser realizada por minimizar

E∥Ŷ0 − Y0∥2H

Cada función Yi expresado en términos de una combinación lineal de funcio-
nes bases (ϕ1, . . . , ϕp) de H

Yi(t) =

p∑
i=1

αk(xi)ϕk(t) = α
′Φ(t)
i

donde αi = (α1(xi), . . . , αp(xi))
′
es el p-vector de los coe�cientes de ubicación

xi y Φ(t) = (ϕ1(t), . . . , ϕp(t))
′
los p-vectores de funciones bases.

La hipótesis de estacionariedad de la función aleatoria Y − I expresado
en ϕ base ortonormal reduce a los supuestos estacionariedad multivariado
clásicos en los coe�cientes de la expansión

E(αi) = a, ∀xi ∈ D

Cij = E
[
(αi − a)(αj − a)

′]
donde la media a es un p-vector de coe�cientes, Cij la matriz de covarian-
za cruzada p × p con las entradas de cov(αk(xi), αl(xj)), k, l = 1, . . . , p. La

estimación de Ŷ0 se logra a través de los coe�cientes de cokriging

α̂0 =
n∑

i=1

B
′αi
i

donde las Bi matrices p× p, con entradas {bikl}, son matrices de ponderación
que reduce al mínimo

traza(var(α̂0 − α0)).

19



Capítulo 2

Estimación de Máximo
Verisimilitud Funcional del
Modelo ARH(p)

Los modelos Autorregresivos Hilbert (ARH) representan secuencias de
datos funcional. La diagonalización de los modelos ARH(1) y ARH(p) con
p >1, en términos de la descomposición espectral del operador autocorrela-
ción involucrado en una versión funcional del patrón de oscilación principal
(POP). En la implementación del método de estimación de proyección ML
(máxima verosimilitud), se considera la diagonalización de las bases Riesz
dual del operador de autocorrelación. Las estimaciones de proyección máxi-
ma verosimilitud del operador autocorrelación, y los operadores covarianza
de las innovaciones funcionales y los ruidos de observación que se obtienen
mediante la combinación de �ltrado de Kalman y suavizado con el algoritmo
EM. La implementación del algoritmo �ltros de Kalman se realiza en térmi-
nos de las series de�nido por los Coe�cientes POP del proceso de interés, así
como en términos de la transformación POP de los momentos de segundo
orden condicional involucrados.

2.1. Formulación del modelo

Sea H un real separable del espacio Hilbert de funciones de�nido en un
dominio limitado D ⊂ Rn con el producto interno ⟨·, ·⟩H , y con norma aso-
ciada ∥ · ∥H . Consideramos {Zt, t ∈ N} son un proceso valuado Hilbert con
media cero en H, es decir, para cada t ∈ N, Zt ∈ H, donde para todo t ≥ 0, Zt

es de�nido en el espacio probabilístico básico (Ω, A, P ). En el caso ARH(1),
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Z satisface la siguiente ecuación:

Zt(x) = A[Zt−1](x) + vt(x), x ∈ D, t ∈ N∗. (2.1)

donde v es un fuerte ruido blanco de Hilbert, es decir, una sucesión de varia-
bles aleatorias Hilbert valuado independientes e idénticamente distribuidas
sobre H satisfaciendo

E(∥Vt∥2H) = σ2
v <∞

incorrelacionada con la condición inicial aleatoria Z0 ∈ H, que tiene varian-
za funcional �nita, es decir, un operador covarianza traza. El operador de
autocorrelación A es un operador acotado de�nido en un dominio denso en
H.

2.1.1. El caso ARH(p)

El modelo ARH(p) proporciona un modelo más �exible que está dado por
la ecuación estado:

Zt(x) = A1(Zt−1)(x)+ · · ·+Ap(Zt−p)(x)+vt(x), t ∈ N∗, x ∈ D ⊆ Rn, (2.2)

donde v es un fuerte ruido blanco de Hilbert, incorrelacionada con las con-
diciones iniciales aleatorias. Los parámetros funcionales Ak, k = 1, . . . , p, son
los parámetros de autocorrelación involucrado en la ecuación 2.2, que son
de�nidos en H.

2.2. Diagonalización y Filtro de Kalma en el

caso ARH(1)

La proyección de las ecuaciones estado (2.1), el operador de autocorrela-
ción A admite una descomposición espectral.

El operador A debe satisfacer las siguientes ecuaciones:

Aψi = λiψi, i ∈ N,
A∗ϕi = λiϕi, i ∈ N, (2.3)

donde A∗ denota el operador adjunto de A, {ψi, i ∈ N} y {ϕi, i ∈ N} son
los sistemas de autofunciones derecha e izquierda asociado con A y A∗, res-
pectivamente y con los puntos espectros {λi, i ∈ N} (ver, por ejemplo, Dau-
tray y Lions 1992; Dunford and Schwartz 1971). Los sistemas {ψi, i ∈ N}
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y {ϕi, i ∈ N} son bases Riesz dual, es decir, son bases de H y su H∗ dual
satisfaciendo:

⟨ϕi, ψi⟩H = δi,j, i, j ∈ N

Equivalentemente,
Φ∗Ψ = I, (2.4)

con I que representa el operador identidad, y Φ y Ψ ser los operadores de
proyección en los sistemas correspondientes {ϕi : i ∈ N} y {ψi : i ∈ N}. De la
ecuación (2.3) y (2.4), se tiene que el operador A admite la diagonalización

A = ΨΛΦ∗,

en términos de los sistemas izquierda {ϕi : i ∈ N} y derecha {ψi : i ∈ N}. Se
denota Λ como el operador diagonal de�nido por la secuencia de autovalores
λi, i ∈ N. Entonces,

A[Zt−1](·) = ΨΛΦ∗[Zt−1](·),
y, de la ecuación (2.4), tenemos

Φ∗Zt = ΛΦ∗Zt−1 + Φ∗vt.

Es decir, se obtiene la ecuación diagonal autorregresivo

aj(t) = λjaj(t− 1) + vj(t), j ∈ N, (2.5)

en términos de los coe�cientes aleatorios temporal (coe�cientes POP funcio-
nal)

aj(t) = ⟨Zt(.), ϕj(.)⟩H , t ≥ 0, j ∈ N

vj(t) = ⟨vt(.), ϕj(.)⟩H , t < 0, j ∈ N

Equivalentemente, el operador A admite una representación integral de sen-
tido débil en término del núcleo espectral

kA(x, y) =
∑
i∈N

λiψi(x)ϕi(y).

2.2.1. Filtro y suavizado Kalman

La implementación de la recursión del �ltro de Kalman, partimos de la
ecuación estado

a(t) = Λa(t− 1) + v(t), (2.6)

donde, para cada tiempo t ∈ N,
a(t) = (a1(t), . . . , aM(t))∗, v(t) = (v1(t), . . . , vM(t))∗, y Λ denota la matriz
diagonal M ×M con entrada de los autovalores λi, i = 1, . . . ,M .
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2.2.2. Filtro Kalman forward

De la Ecuación 2.6. La información muestral es de�nido por el siguiente
modelo observación:

Yt = Zt + ϵt, (2.7)

donde ϵ representa un fuerte ruido blanco Hilbert con media cero, es decir,
ϵt ∈ H, para todo t ≥ 0, y

E(∥ϵt∥2H) = σ2
ϵ <∞,

para todo t ≥ 0. Proceso ϵ se supone que está correlacionado con Z.

De las observaciones de proceso Y hasta un tiempo t, se calcula el esti-
mador de los coe�cientes POP del proceso de interés Z:

â(t|t) = â(t|t− 1) +Kt(Yt −Ψâ(t|t− 1),

donde â(t|t) = E(a(t)|Yt, . . . , Yt) y â(t|t − 1) = E(a(t)|Yt−1, . . . , Y1). Aquí,
Kt es el operador ganancia, es decir, el �ltro que de�ne el efecto suavizado
en los datos funcional espacial, dado por

Kt = Pt|t−1Ψ
∗(Rϵ +ΨPt−1|t−1Ψ

∗)−1,

en término del operador covarianza Rϵ del ruido de observación, y el momento
condicional de segundo orden

Pt|t−1 = var(a(t)t−1, . . . , Y1) = ΛPt|t−1Λ +Qt,

denotado por Pt = E((a(t) − â(t|t))(a(t) − â(t|t))∗) y ser Qt = Φ∗
MRvΦM el

operador covarianza de los coe�cientes POP de vt. El error cuadrado medio
funcional está dado por

Pt|t = Pt|t−1 −KtΨPt|t−1,

y la predicción de un paso adelante es calculado como

â(t|t− 1) = Λâ(t− 1|t− 1).

Los valores iniciales considerado son

â(0|0) = 0,

P0|0 = E(a(0)a(0)∗),

con a(0) = (a1(0), . . . , aM(0))∗ ser el vector constituido por la secuencia
truncada de coe�cientes POP de la condición inicial aleatoria,

Z0(·) ≃
M∑
i=1

ai(0)Ψi(·).
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2.3. Diagonalización y Filtro de Kalma en el

caso ARH(p)

Los operadores de autocorrelación Ak, k = 1 . . . , p admite una descom-
posición espectral en términos de bases Riesz dual. La diagonalización de los
operadores autocorrelación de la ecuación estado es obtenido por la proyec-
ción en los p sistemas de autofunción derecha involucrado en la factorización
multiespectral.

Ak = ΨkΛkΦ
∗
k, k = 1, . . . , p, (2.8)

donde Λk denota un operador diagonal de�nido por la secuencia de autova-
lores λik, i ∈ N, k = 1, . . . , p, y

Φ∗
kΨl = I, para k = l,

Φ∗
kΨl = 0, para k ̸= l, (2.9)

con I y 0 que representa el operador identidad y nulo en H, los opera-
dores de proyección Ψk y Φk para k = 1, . . . , p, en los sistemas autofun-
ción de izquierda y derecha {ψik : i ∈ N} y {ϕik : i ∈ N}, y factorizando
Ak, . . . , k = 1, . . . , p, sus operadores adjuntos.

La diagonalización de la ecuación estado (2.2) se obtiene de la ecuación (2.8)
y (2.9):

p⊕
k=1

Φ∗
kZt =

p⊕
k=1

ΛkΦ
∗
kZt−k +

p⊕
k=1

Φ∗
kvt.

Para el caso donde Φk = Φ, y Ψk = Ψ, para k = 1, . . . , p, las autofunciones
de derecha e izquierda asociada a las bases generado en el espacio H. En
cualquier función g in H admite la descomposición ortogonal

g(x) = H
∑
j∈N

gjψj(x),

para todo x, donde gj = ⟨g, ϕj⟩H y ⟨ϕi, ψj⟩H = δij. Entonces la diagonaliza-
ción de la ecuación estado (2.2)

aj(t) =

p∑
k=1

λjkaj(t− k) + vj(t), (2.10)

en términos de los coe�cientes POP

aj(t) = ⟨Zt(·), ϕj(·)⟩H , t ≥ 0, j ∈ N (2.11)
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vj(t) = ⟨vt(·), ϕj(·)⟩H , t ≥ 0, j ∈ N (2.12)

donde {λjk, j ∈ N}, k = 1, . . . , p, son los operadores de espectro discreto
Ak, k = 1, . . . , p.

2.3.1. Filtro y suavizado Kalman

En la implementación del �ltro Kalman en una formulación vectorial trun-
cada de la ecuación diagonal (2.10), es decir, se tiene su formulación dimen-
sional �nita (ver salmerón y Ruiz-Medina 2009a):

a(t) = Λ1a(t− 1) + Λ2a(t− 2) + . . .+ Λpa(t− p) + v(t), (2.13)

donde, para cada tiempo t ≥ 0, y M representa el orden de truncamiento

a(t− k)M×1 = (a1(t− k), . . . , aM(t− k))∗, k = 0, . . . , p,

v(t)M×1 = Φ∗
Mvt = (v1(t), . . . , vM(t))∗.

Así, Λk, k = 1, . . . , p, denota la matriz diagonal M × M con las entra-
das de autovalores λjk, j = 1, . . . ,M, k = 1, . . . , p, que de�ne el espectro
discreto de las correspondientes proyección dimensional �nita de operadores
Ak, k = 1, . . . , p. El símbolo ∗ denota transposición.

Ahora, la ecuación (2.13) en versión vectorial que está formulado por la
implementación de �ltro de Kalman:

a(t) = Λa(t− 1) + v(t), (2.14)

donde,

a =


a(t)

a(t− 1)
...

a(t− (p− 1))


pM×1

, v(t) =


v(t)
0
...
0


pM×1

a(t−1) =


a(t− 1)
a(t− 2)

...
a(t− (p− 1))
a(t− p)


pM×1

, Λ =


Λ1 Λ2 . . . Λp−1 Λp

I 0 . . . 0 0
0 I . . . 0 0
...

...
...

...
0 0 . . . I 0


pM×pM

con I denotando la matriz identidad M ×M , y con 0 la matriz nula M ×M .
La matriz de transsición Λ describe la dinámica de los sistemas en términos
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de los puntos espectros de los operadores de autocorrelación. La estructura
covarianza de los procesos de innovación proyectada v está dado por

Q =


Φ∗

MRvΦM 0 . . . 0
0 0 . . . 0
. . . . . . . . . . . .
0 0 . . . 0


pM×pM

(2.15)

donde Rv es el operador covarianza de los v procesos innovación Hilbert
valuado.

2.3.2. Filtro Kalman forward

El �ltro de kalma del estimador condicional POP se extiende en la forma
vectorial

ât|t = ât|t−1 +Kt(Yt −Ψât|t−1),

con Yt de�nido como en la Ecuación 2.7, y

ât|t−1 = Λât−1|t−1,

Ψ = (Ψ1,Ψ2, . . . ,Ψp).

Aquí, para i = 1, . . . , p,Ψi = ΨM Para cada t ≥ 0, el operador ganancia está
de�nido como

Kt = Pt|t−1Ψ
∗(Rϵ +ΨPt|t−1Ψ

∗)−1,

en término del operador covarianza Rϵ, y el operador covarianza a priori del
error de estimación del estado funcional

Pt|t−1 = ΛPt−1|t−1Λ
∗ +Q

t
,

con Pt|t, el operador covarianza estimado del error de estimación de estado
funcional, que viene dado por

Pt|t = Pt|t−1 −KtΨPt|t−1,

Los valores iniciales considerado son

â0|0 = (0, . . . , 0)∗pM×1,

P0|0 = diag(Φ∗
MRZ1

0
ΦM , . . . ,Φ

∗
MRZp

0
ΦM),

donde diag(·) denota una matriz diagonal, y RZi
0
, i = 1, . . . , p, respectiva-

mente denota los operadores covarianza de Zi
0, i = 1, . . . , p, las condiciones

iniciales aleatorias Hilbert.
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2.3.3. Suavizado Kalman backward

De los estimadores previos, el suavizado Kalman backward es implemen-
tado siguiendo la recursión:

E(a(t− 1) | Yt1 , . . . , YtT ) = ât−1|t−1 + (Pt−1|t−1Λ̂
∗(Pt|t−1)

−1)

×(E(a(t) | Yt1 , . . . , YtT )− Λ̂ât−1|t−1)

V ar(a(t− 1) | Yt1 , . . . , YtT ) = Pt−1|t−1 + (Pt−1|t−1Λ̂
∗(Pt|t−1)

−1)

×(V ar(a(t) | Yt1 , . . . , YtT )− Pt|t−1)

×(Pt−1|t−1Λ̂
∗(Pt|t−1)

−1)∗,

para t = T, . . . , 1, donde, * es la transposición.

2.4. Algoritmo EM

Esta sección proporciona la implementación del algoritmo EM para la
estimación del parámetro del modelo ARH(p).

2.4.1. Estimaciones iniciales

En el caso estacionario, los valores del parámetro inicial son calculado a
partir de estimadores funcional imparcial del espacio y de operadores cova-
rianza cruzada.

RY0(ϕ) = E[Y0⟨Y0, ϕ⟩H ], ∀ϕ ∈ D(RY0),

RY0Y1(ϕ) = E[Y0⟨Y1, ϕ⟩H ], ∀ϕ ∈ D(RY0Y1),

donde D(A) denota el dominio del operador A.

En el caso donde Rϵ es diagonal, los siguientes estimadores de momento
son considerado:

R̂T
Z0

=
1

T

(
T∑
i=1

Yi ⊗ Yi

)
−

(
1

T

T∑
i=1

Yi

)
⊗

(
1

T

T∑
i=1

Yi

)
− σ̂2

ϵ I,

R̂T
Z0Z1

=
1

T − 1

(
T−1∑
i=1

Yi ⊗ Yi+1

)
−

(
1

T − 1

T−1∑
i=1

Yi

)
⊗

(
1

T − 1

T−1∑
i=1

Yi+1

)
,
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donde las funciones f y g en H, f ⊗ g representa el operador que asocia
a cada función h en H, y σ̂2

ϵ es calculado a partir del efecto nugget del
semivariograma funcional experimental

γ̂(∆t) =
1

2N(∆t)

∑
i,j∈S(∆t)

∥Yti − Yti∥2H , (2.16)

con
S(∆t) = {(i, j) | |ti − tj| = ∆t},

y N(∆t) es el número de pares en S(δt).

En el caso donde el ruido de observación tiene un operador covarianza
no diagonal, consideramos como valor inicial para Rϵ el estimador obtenido
a partir de la proyección del modelo de observación funcional (2.15) en el
sistema de autofunciones de RZ0 . Especi�camente, de

Φ∗RZ0 = Λ̃Φ∗,

tenemos
Φ∗Rϵ = Φ∗RY0 − Λ̃Φ∗, (2.17)

desde RZ0 = ΦΛ̃Φ∗, y ΦΦ∗ = I, con I denotando el operador identidad, y Φ

como el operador proyección en el sistema autofunción asociado con RZ0 , Λ̃
representa como el operador diagonal de�nido a partir del punto espectro de
RZ0 .

En el caso, el estimador basado en momento funcional del operador co-
varianza cruzada son de�nido como
R̂Y0Yk

= (RZ0Zk
)

=
1

T − k

[
T−k∑
i=1

Yi ⊗ Yi+k

]
−

[
1

T − k

T−k∑
i=1

Yi

]
⊗

[
1

T − k

T−k∑
i=1

Yi+k

]
, (2.18)

para k = 1, . . . , p. Finalmente, el estimador incial de A1, . . . , Ap son obteni-
do de la Ec. 2.18 siguiendo la usual ecuación asociado con la autoregresivo
dinámico de orden p (ver, por ejemplo, Bosq 2000).

2.4.2. Pasos E y M

Sea {vt, t ∈ N} y {ϵt, t ∈ N} una secuencia de ruido de innovación y
observación en sentido fuerte ruido blanco Hilbertiano Gausiana. Es decir,
{vt(·), t ∈ N} y {ϵt(·), t ∈ N} son sucesión de variable aleatorias (valor H)
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valuado Hilbert Gausiana centrado distribuido identicamente con operadores
covarianza traza Rv y Rϵ. Bajo la normalidad de las condiciones inicial alea-
toria, la secuencia funcional espacial {Zt, t ∈ N} y {Yt, t ∈ N} son también
Gausiana.

El paso E

En el caso ARH(1) el cálculo del paso expectación, consideramos la apro-
ximación de la matriz (2.14) de la ecuación estado funcional (2.1), y la recur-
sión Kalman forward y backward. Por lo tanto, bajo la supuesta distribución
Gausiana, para cada t > 0, v(t) = Φ∗

Mvt sigue una distribución normal
con vector de media cero, y con matriz covarianza Φ∗

MRvΦM , con ΦM , el
operador proyección por las M autofunciones derecha asociado con las pri-
merasM valores singulares en orden decreciente y ϵ(t) = Φ∗

Mϵt tambien sigue
una distribución normal con vector de media cero, y con la matriz covarian-
za Φ∗

MRϵΦM . Como son independientes, entonces el log-verosimilitud basado
POP de los datos funcional completo tiene la siguiente expresión en el tiempo
estacionario de procesos v y ϵ:

C + logfZ0 +
T

2
log|Φ∗

MRvΦM | − T

2
log|Φ∗

MRϵΦM |

−1

2

T∑
i=1

(a(ti)− Λa(ti − 1))∗(Φ∗
MRvΦM)−1(a(ti)− Λa(ti − 1))

−1

2

T∑
i=1

(ϵ(ti))
∗(Φ∗

MRϵΦM)−1(ϵ(ti)).

Considerando que el efecto de la condición inicial aleatoria es insigni�cante
en el tiempo t1, . . . , tT , desde resultados estándar en forma cuadrática, la
expectación condicional de los 'datos completos' dado los 'datos incompletos'
es calculado como

C − T

2
log|Φ∗

MRvΦM | − T

2
log|Φ∗

MRϵΦM |

−1

2
tr
{
(Φ∗

MRvΦM)−1(CZ − ΛB∗
Z −BZΛ + ΛAZΛ)

}
,

−1

2
tr
{
(Φ∗

MRϵΦM)−1Cϵ

}
, (2.19)

donde tr denota la traza, y

CZ =
T∑
i=1

E(a(ti)a(ti)
∗|Yt1 , . . . , TtT )
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BZ =
T∑
i=1

E(a(ti)a(ti − 1)∗|Yt1 , . . . , TtT )

AZ =
T∑
i=1

E(a(ti − 1)a(ti − 1)∗|Yt1 , . . . , TtT )

CZ =
T∑
i=1

E(Φ∗
Mϵti(Φ

∗
Mϵti)

∗|Yt1 , . . . , TtT )

El paso M

Diferenciando (2.19) con respecto a Λ,Φ∗
MRvΦM , y Φ∗

MRvΦM , y aplicando
propiedades de diferenciación básica de la traza, la estimación de máxima
verosimilitud de los parámetros del modelo calculado en el paso M están
dados por

Λ̂ = diag[BZ ](diag[AZ ])
−1

Φ∗
M×M R̂vΦM×M =

1

T

T∑
i=1

E

[(
a(ti)− Λ̂a(ti − 1)

)(
a(ti)− Λ̂a(ti − 1)

)T
|Y1, . . . , YT

]
=

1

T

[
CZ −BZΛ̂− Λ̂BT

Z + Λ̂AZΛ̂
]
,

Φ∗
M×M R̂vΦM×M = Cϵ|T,

donde diag[A] denota la diagonal de la matriz A.

2.4.3. El caso ARH(p)

Una formulación similar del algoritmo EM puede ser derivado, conside-
rando la aproximación vectorial (2.12) de la ecuación estado funcional (2.2).
Especi�camente, considerando, como antes, los procesos v y ϵ para ser esta-
cionario en el tiempo, la verosimilitud está dada por

C +

p∑
i=1

logfZi
0
− T

2
log|Q| − T

2
log|Rϵ|

−1

2

T∑
i=1

(a(ti)− Λa(ti − 1))∗(Q)−1(a(ti)− Λa(ti − 1))

−1

2

T∑
i=1

(
ϵti
)∗ (

Rϵ

)−1 (
ϵti
)
,
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donde Q está de�nido como en la Ec. 2.13, y Rϵ = E(ϵ(ti)ϵ(ti)
∗, para i =

1, . . . , T , con

ϵ(ti) =


Φ∗ϵti
0
...
0

 .

La expectación condicional es entonces calculado como

C − T

2
log |Q| − T

2
log |Rϵ|

−1

2
tr
{(
Q
)−1

(CZ − ΛB∗
Z −BZΛ

∗ + ΛAZΛ
∗)
}
,

−1

2
tr
{(
Rϵ

)
Cϵ

}
,

donde, como antes, tr denota la traza y

CZ =
T∑
i=1

E(a(ti)a(ti)
∗|Yt1 , . . . , YtT )

BZ =
T∑
i=1

E(a(ti)a(ti − 1)∗|Yt1 , . . . , YtT )

AZ =
T∑
i=1

E(a(ti − 1)a(ti − 1)∗|Yt1 , . . . , YtT )

Cϵ =
T∑
i=1

E(ϵ(ti)ϵ(ti)
∗|Yt1 , . . . , YtT ).

Los estimadores verosimilitud se da entonces por

Λ̂ = diag[BZ(diag[AZ ])
−1

Q̂ =
1

T

[
CZ −BZΛ̂− Λ̂B

T

Z + Λ̂AZΛ̂
T
,

R̂ϵ = Cϵ/T.
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2.5. Generación del proceso

En la generación de los procesos de interés Z, del modelo de observa-
ción funcional (2.1), se considera tres familias de operadores autocorrelación
integral, dado por los soguientes núcleos:

Núcleo Exponencial:

k(z; θ) =
1

θ
exp

{
−∥z∥

θ

}
,

Núcleo Cauchy:

k(z; δ) =
1

δ ∗ π
(
1 +

(
∥z∥+7

δ

)2) ,
Núcleo Gamma:

k(z;α) =
1

α2
∗ ∥z∥ ∗ exp

{
−∥z∥

α

}
,

donde ∥z∥ denota la distancia entre las locaciones espaciales, y θ, δ y α son
parámetros escalar de los núcleos Exponencial, Cauchy y Gamma. Tener en
cuenta, que en el caso de las secuencias de datos funcional espacial, son
los A operadores de autocorrelación que representan la interacción espacio
temporal. Los tres modelos de autocorrelación proporciona diferente niveles
de interacción espacio temporal, que depende del grosor de las colas de sus
núcleos.
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Capítulo 3

Estimación Lineal Mínimo
Cuadrática en Modelos ARH(1)
mediante Proyección

3.1. Introducción

Como se comentó anteriormente, en este capítulo se desarrolla la exten-
sión del modelo de observación funcional, afectado por un fuerte ruido blanco
de Hilbert, se obtendrá proyectando la base de autofunción sobre los opera-
dores de auto-covarianza. El análisis estadístico de datos espacio-temporal
requiere proyecciones ortonormales que permitan reducir la elevada dimen-
sión de los problemas que se plantean en este análisis (ver Ruiz-Medina y
Fernández-Pascual (2010), Wikle y Cressie (1999)). Trabajaremos en el aná-
lisis de secuencias de datos funcionales espaciales desde la perspectiva pro-
porcionada por los modelos de series autorregresivas hilbertianas. Por tanto,
se estudia el caso de la extensión del modelo Autorregresivo de Hilbert de
orden uno, ARH(1).

Se realizó una extensa revisión literaria dedicada a la introducción de
modelos de covarianza espacio-temporal separables y no separables, en el ca-
so de molelos de�nidos en tiempo y espacio continuos (ver, De Iaco, Myers,
Posa; Ma, Gneiting; Porcua, Mateua, Zinib y Pini; Stein) y de técnicas y
métodos en la estimación de modelos con datos funcionales espaciales (ver,
Guillas y Lai; Delicado, Giraldo, Comas y Mateu; Nerini y Monestiez; Nerini,
Monestiez y Manté). Los modelos Autorregresivos Hilbert son considerados
a representar secuencias de datos funcional. Estas secuencias pueden estar
constituidos, por ejemplo, segmentos de secuencias biológicas, por las imá-
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genes en el análisis espacio-temporal de la deformación de dos dimensiones
y el movimiento de las células de las series temporales de imágenes de vídeo
digital, etc.. Las condiciones para un cálculo estable de la solución al proble-
ma �ltrado funcional asociado son establecidas en función de los espectros
de operador de covarianza del proceso de interés y de la observación de ruido
Hilbert. Las diferentes familias covarianza espacio-temporal recientemente se
han introducido y analizado como una herramienta para el modelado estadís-
tico de datos espacio-temporal (ver Berg et al. 2008; Gneiting 2002; Kelbert
et al. 2005; Ma 2005; Porcu y Mateu 2007; Stein 2005; entre otros).

Los operadores covarianza de las innovaciones funcionales y los ruidos de
observación se obtienen mediante la combinación de �ltrado de Kalman y
suavizado. Tenga en cuenta que las bases de autofunciones aquí considera-
dos para la proyección del problema de la estimación de parámetro son de
dimensiones in�nitas.

Especi�camente, se realizará la implementación del estimador lineal mí-
nimo cuadrático de la ecuación de estados funcional en el modelo ARH(1)
afectado por un fuerte ruido blanco, mediante proyección en la base de au-
tofunciones empíricas del operador de autocovarianza del proceso ARH(1).
La proyección de la ecuación de estados funcional en el sistema de base de
autofunciones, junto con las proyecciones en dicho sistema de los momentos
de segundo orden condicionados a los datos funcionales espaciales, permitirá
la implementación del �ltrado de Kalman para series funcionales autorregre-
sivas.

3.2. Resolución de la Ecuación Estimación Fun-

cional mediante Proyección

El siguiente modelo es una extensión del modelo ARH(1) afectado por un
fuerte ruido blanco de Hilbert de observación.

Zt = Yt + ϵt = WYt−1 + ηt + ϵt, t ∈ N (3.1)

donde Zt ∈ H, ηt ∈ H, ϵt ∈ H. La función aleatoria Zt se de�ne como un
proceso observable, Yt−1 se de�ne como el proceso de interés en el pasado
inmediato, ηt es un ruido blanco Hilbert y ϵt es un ruido blanco de observación
hilbertiano, en sentido fuerte, es decir, una sucesión de variables aleatorias
indepedientes e idénticamente distribuidas sobre H satisfaciendo

E[∥ϵt∥2H ] = σ2
ϵ <∞, (3.2)
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Se supone que ϵt es incorrelado con la condición inicial Y0 y ηt. El objetivo
fundamental de este capítulo es la estimación de Y en el presente o instante t
a partir de la observación del proceso Zt, incorporando la dinámica autorre-
gresiva en el tiempo t = 1, . . . , T . La estimación del operador W se realizará
a partir de la ecuación:

RYtYt−1 = WRYt−1Yt−1 = WR00, (3.3)

donde se sustituye el operador auto-covarianza R00 = RY = E[Yt ⊗ Yt] y el
operador de covarianza cruzado RYt−1Yt = R10 = R01 = E[Yt−1 ⊗ Yt] por su
versiones empíricas dadas por

R̂00 =
1

T

T∑
t=1

Yt ⊗ Yt,

R̂10 = R̂01 =
1

T

T∑
t=1

Yt−1 ⊗ Yt.

Para la inversión de la versión empírica de la ecuación integral (??), se proyec-
tará en la base ortogonal de autofunciones del operador de auto-covarianza
empírico R̂00, es decir, se proyecta en la base que satisface:

R̂00ϕ̂k(·) = λkϕ̂k(·), k ∈ N,

donde la base de sistemas de autofunciones {ϕk; k ∈ N} y los autovalores
{λk; k ∈ N}.

Sustituyendo las siguientes expresiones

Yt−1(y) =
∞∑
k=1

akt−1ϕ̂k(y) (3.4)

W (x, y) =
∞∑
l=1

wl(x)ϕ̂l(y), (3.5)

donde se utilizrá en los cálculos subsiguientes el hecho de que, bajo las condi-
ciones asumidas, la descomposición espectral empírica converge a la teórica,
es decir,

R̂00 = Φ̂∗Λ̂Φ̂ −→ Φ∗ΛΦ = R00,

cuando T −→ ∞. Por tanto,

Ŵ = Φ̂∗R̂10Φ̂[Φ̂
∗R00Φ̂]

−1 = Φ̂∗R̂10Φ̂Λ
−1,
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es un estimador consistente.

El modelo de observación (??) proyectado, haciendo uso de la dinámica
autorregresiva que veri�ca el proceso de interés Y, y considerando la condición
Φ̂∗Φ̂ = I se expresa como sigue:

at = Hat−1 + Jηt(x, y) + Jϵt(x, y), t ∈ N, (x, y) ∈ D ⊆ Rn

donde, como antes, at = Φ̂∗Yt, es decir en forma matricial {akt }, k = 1, . . . ,M ,
donde M es el nivel de truncamiento del número de proyecciones que se tienen
en cuenta en el procesos de interés y Φ̂∗W = B ≡ {b1, . . . , bT}. Asumiendo

T ≥M y (Φ̂∗Φ̂)−1 no singular y donde J = Φ̂(Φ̂∗Φ̂)−1 y la matrizM×M,H ≡
JB. En este caso se considera un sistema de T ecuaciones del tiempo de
observacion, en cada proyección del proceso de interés.

3.3. Predicción optima mediante el �ltro de Kal-

man

El predictor óptimo de at observaciones dadas hasta un tiempo t se ex-
presa en forma recursiva en términos de un �ltro de Kalman (Kalman, 1960;
Meinfold Singpurwalla, 1983)

ât|t ≡ E{at|Yt, . . . , Y1} = ât|t−1 +Kt{Yt − Φ̂ât|t−1} (3.6)

El funcional del cuadrado medio del error está dado por

Pt|t ≡ E[(at)− ât|t)(at − ât|t)
∗] = Pt|t−1 +KtΦ̂Pt|t−1 (3.7)

para t ≥ 1, con cuadrado medio de predicción de errores. Kt, es el operador
de la ganancia, es decir el �ltro que de�ne el efecto suavizado en los datos
funcionales espaciales, dado por

Kt = Pt|t−1Φ̂
∗(Rη +Rϵ + Φ̂Pt|t−1Φ̂

∗)−1 (3.8)

donde Rη = Φ̂∗RηΦ̂, es el operador covarianza de la observación del ruido, y

Rϵ = Φ̂∗RϵΦ̂, el operador covarianza del ruido de observación del proceso, en
el sentido mas fuerte.

Las predicciones en un paso delante, está dado por

ât|t−1 = Hât−1|t−1, (3.9)
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Pt|t−1 ≡ var{at|Yt−1, . . . , Y1} = HPt−1|t−1H
∗, (3.10)

Para iniciar la recursión Kalman, asumiremos que â0|0 ≡ 0 y P0|0 ≡ JCYk
0 J∗,

donde la estimación de ĈYk
0 = CYk

0

Ahora, se considera la predicción del proceso Yt basado en el predictor
�ltro de Kalman ât|t. El predictor óptimo es entonces:

Ŷt|t−1 = Φ̂∗ât|t + C ′
ϵ(C

Y
0 )

−1Yt, (3.11)

donde
CY

0 ≡ cov{Yt, Yt},

Cϵ(·) ≡ E{ϵ(·, t)v(t)}

Cϵ(·, ·) ≡ E{v(·, t)v(·, t)},

también se tiene
Y ∗
t−1 ≡ {Yt−1, . . . , Y1}

La ecuación está derivado como

Ŷt−1|t ≡ E{Yt−1|Yt, Y ∗
t−1}

= E{Φ̂∗at−1 + ϵt|Yt, Y ∗
t−1}

= Φ̂∗E{at−1|Yt, Y ∗
t−1}+ E{ϵt|Yt, Y ∗

t−1}
= Φ̂∗ât−1|t + E{ϵ·|tϵt}(cov{Yt, Yt})−1Yt
= Φ̂∗ât−1|t + C

′
ϵ.(C

Y
0 )

−1Yt

(3.12)

donde Cϵ(·, ·) ≡ E{ϵ(·, t), ϵ(·, t)} es fácil ver si ϵ(·, t) y Yt tiene un conjunto
de distribución Gaussiana multivariada.

La varianza condicional de la predicción del error para Yt está dado por

var{Yt−1 − Ŷt−1|t|Yt, Y ∗
t−1} = var{Yt−1|Yt, Y ∗

t−1}

Entonces

var{Yt−1|Yt, Y ∗
t−1} = var{Φ̂∗at−1 + ϵt|Yt, Y ∗

t−1}
= var{Φ̂∗at−1|Yt, Y ∗

t−1}+ var{ϵt|Yt, Y ∗
t−1}

+ 2cov{Φ̂∗at−1, ϵt|Yt, Y ∗
t−1}

(3.13)
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Ahora de la Ecuación (??), notese que

var{Φ̂∗at−1|Yt, Y ∗
t−1} = Φ̂∗Pt|tΦ̂ (3.14)

y siguiendo lo asumido en (3.12), obtenemos

var{ϵt|Yt, Y ∗
t−1} = E{ϵt, ϵt} − (E{ϵt|Yt, Y ∗

t−1})2
= Cϵ(·, ·)− Cϵ(·)′(CY

0 )
−1Cϵ(·)

(3.15)

Analizando el tercer término, se tiene cov{Φ̂∗at−1, ϵt} = 0

cov{Φ̂∗at−1, ϵt} = E[cov{Φ̂∗at−1, ϵt|Yt, Y ∗
t−1}]+cov[E{Φ̂∗at−1, ϵt|Yt, Y ∗

t−1}] = 0
(3.16)

entonces

E[cov{Φ̂∗at−1, ϵt|Yt, Y ∗
t−1}] = −cov[E{Φ̂∗at−1, ϵt|Yt, Y ∗

t−1}]

Luego de lo asumido Gaussiano, podemos obtener

cov{Φ̂∗at−1, ϵt|Yt, Y ∗
t−1} = −cov[E{Φ̂∗at−1|Yt, Y ∗

t−1}, E{ϵt|Yt, Y ∗
t−1}]

= −cov[Φ̂∗E{at−1|Yt, Y ∗
t−1}, Cϵ(·)′(CY

0 )
−1Yt]

= −cov[Φ̂∗ât−1|t, Cϵ(·)′(CY
0 )

−1Yt]

= −Φ̂∗cov[ât−1|t, Yt](C
Y
0 )

−1Cϵ(·)

(3.17)

Finalmente, sustituyendo (3.14), (3.15) y (3.17) en (3.13), se tiene

var{Yt−1|Yt, Y ∗
t−1} = Φ̂∗Pt|tΦ̂ + Cϵ(·, ·)− Cϵ(·)′(CY

0 )
−1Cϵ(·)

− 2Φ̂∗cov[ât−1|t, Yt](C
Y
0 )

−1Cϵ(·)
como

var{Yt−1 − Ŷt−1|t|Yt, Y ∗
t−1} = var{Yt−1|Yt, Y ∗

t−1}
Por lo tanto, se tiene

var{Yt−1 − Ŷt−1|t|Yt, Y ∗
t−1} = Φ̂∗Pt|tΦ̂ + Cϵ(·, ·)− Cϵ(·)′(CY

0 )
−1Cϵ(·)

− 2Φ̂∗cov[ât−1|t, Yt](C
Y
0 )

−1Cϵ(·)

queda demostrado el predictor óptimo y la predicción varianza del error
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3.4. Conclusión

Lo que me motivó realizar este trabajo, son los procesos físicos, biológi-
cos, medio ambiente, geofísico, que incluyen la variabilidad en el espacio y el
tiempo, y la aplicación en la medicina y la economía. Como resultado de las
di�cultades causadas por grandes conjuntos de datos y el modelado de las
interacciones de espacio, tiempo y espacio temporal, los métodos tradicional
espacio-tiempo son limitadores. El avance de las nuevas tecnologías, que ha
permitido el diseño de sofísticados dispositivos para la medición y procesa-
miento de información, se ha incrementado el número de situaciones donde
se dispone de información muestral funcional. En la práctica, uno puede usar
cualquier procedimiento de predicción estocástica o no estocástica para ob-
tener Y, proceso de observación. Algoritmicamente predecimos Y, proceso
en la red de predicción en cada tiempo t = 1, . . ., T. Para obtener el nucleo
suavizado del operador autocovarianza, se podría usar los más so�sticados
procedimientos suavizado espacio-temporal, según nuestra propuesta, la pro-
yección de las autofunciones sobre los operadores autocovartianza y mediante
el �ltro de Kalman, para la elección del algoritmo suavizado espacio-tiempo.
Mi interés después de haber desarrollado la estimación lineal por mínimo
cuadrados en el modelo ARH(1) mediante la proyección de autofunciones en
el operador auto-covarianza, es realizar una simulación usando el software
MatLab, la implementación desarrollada en este trabajo. Sin embargo, se-
rá un estudio a futuro para la continuación del trabajo en la simulación en
Matlab y aplicación en datos reales, para el interesado en el tema.
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