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RESUME 

 

INTRODUCTION :  

L’objectif principal de cette étude est de développer et d’évaluer un modèle de deep learning permettant 

une segmentation multi-classes de la moelle épinière sur des images IRM ultra-haute résolution 7 teslas. 

MATERIEL ET METHODES :  

Cette étude rétrospective menée de mars à aout 2021 inclut 72 sujets (744 images) au total, 51 sujets (544 

images) pour l’étape d’entraînement, 11 sujets (94 images) pour l’étape de validation et 10 sujets (106 

images) pour l’étape de test. La première étape de l’étude était la comparaison par cross-validation de deux 

modèles single-classe vs un modèle multi-classe, puis l'optimisation de plusieurs modèles multi-classes à 

travers différentes stratégies d’augmentation de données, toujours en comparaison avec le modèle standard 

de segmentation SCT.  

RESULTATS :  

La comparaison d’approches single-classe vs multi-classe montre un gain significatif de la valeur de Dice 

pour la région de la matière grise (GM) en faveur de la méthode single-classe, et aucune différence 

significative pour la segmentation du cordon médullaire (SC). Plusieurs stratégies d’augmentation de 

données (DA) sur des modèles multi-classes re-entrainés spécifiquement sur des images acquises à 7T ont 

montré des améliorations très significatives (Dice moyen = 0.89 pour GM et 0.97 pour SC), par rapport à 

la méthode de référence basée sur deux apprentissages distincts single-classe à 3T (Dice moyen = 0.86 pour 

GM et 0.95 pour SC), méthodes disponibles en open-source dans la Spinal-Cord Toolbox (SCT). De 

manière préliminaire,  la pertinence du DA a été illustrée sur une petite base de données externe (12 images), 

avec un score moyen de Dice de 0.847 pour la GM et de 0.974 pour la SC. 

CONCLUSION :  

Dans le cadre de la segmentation d’IRM de la moelle, les modèles single-classe présentent un avantage 

pour la segmentation de la matière grise GM. Nos modèles multi-classes GM/SC présentés dans cette étude, 

mettent en évidence l’intérêt de ré-entrainer de nouveaux modèles car le contraste et/ou la résolution 

spatiale peuvent varier en fonction du champ magnétique (3T versus 7T). L’apport de l’augmentation de 

données, en particulier avec des ensembles de transformations géométriques ou colorimétriques « dites 

réalistes » et adaptées au contexte applicatif, semble être une bonne option pour à la fois limiter 

l’apprentissage par cœur, mais aussi augmenter la robustesse de la segmentation. Le meilleur modèle fera 

l’objet d’une intégration future dans la SCT, mise à disposition pour l'ensemble de la communauté 

scientifique Ultra-High Field (UHF). 
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INTRODUCTION  

L'imagerie par résonance magnétique (IRM) de la moelle épinière humaine est une procédure clinique de 

routine depuis les années 1980 qui est classiquement effectuée à une intensité de champ magnétique à 1.5 

Tesla ou 3 Tesla[1]. Les scanners 3T présentent des avantages par rapport aux scanners 1.5T en tant que 

doublement théorique du rapport signal sur bruit (SNR)[2], qui peuvent se traduire par des résolutions 

spatiales plus élevées et/ou des temps d'examen plus rapides, ainsi que la possibilité de générer différents 

contrastes dépendants du champ. Pour ces raisons, l'IRM de la moelle épinière à 3T (figure 01 A) est 

rapidement devenue la norme en milieu clinique et en recherche. Plus récemment, les scanners IRM à ultra-

haut champ (7T), ont créé de nouvelles opportunités passionnantes[3] pour l'imagerie haute résolution 

(figure 01 B). Cependant, alors que les technologies d'IRM cérébrale 7T ont considérablement progressé 

au cours des 15 dernières années, les progrès de l'IRM 7T de la moelle épinière ont pris un certain retard[1]. 

            A                                                                      B    

                                   

                                 

 

                                                                                                 

Figure 01 : Comparaison des images de la moelle épinière pondérées T2* A) Image acquise à 3 teslas,  

B) Image acquise à 7 teslas 

L'IRM est une méthode indispensable pour le diagnostic clinique et la recherche sur la moelle épinière 

humaine (SC). Pour les maladies liées à la SC telles que la sclérose en plaques[4] [5] [6], la sclérose latérale 

amyotrophique[7], la spondylose[8] ou les lésions SC[9], l'IRM est la technique de choix pour le diagnostic 

primaire, la stratification des patients et le suivi thérapeutique. De plus, il a été rapporté que chez les patients 

atteints de sclérose en plaques, les lésions de matière grise (GM) dans la SC peuvent être détectables plus 

facilement que les lésions GM dans le cerveau, ce qui illustre l'importance des examens d'imagerie SC en 

général[10]. 

Pour l'analyse de différentes pathologies, ainsi que les études de groupe sur la moelle épinière, il est 

important de dissocier les tissus de la matière grise (GM) et de la matière blanche (WM) incluses dans le 

cordon médullaire (SC). Pour extraire ces informations, la segmentation est une méthode incontournable. 

Cette tâche est normalement effectuée par des experts avec des années d'expérience en IRM. Elle est 

effectuée classiquement sur des images anatomiques pondérées en T2* (figure 02 A,C,E). Les deux 

contours en vert (figure 02 B,D,F) représentent les délimitations des interfaces WM/CSF et WM/GM qui 

seront détaillées par la suite. Cependant, cette tâche s’avère très chronophage et il a été montré qu’elle est 

en inter-expert et en intra-expert, peu reproductible. C’est la raison pour laquelle elle nécessite un fort 

intérêt de la communauté scientifique pour une automatisation et validation de ce processus de 

segmentation. Par ailleurs, dans certaines pathologies comme la sclérose en plaques (MS), la présence de 

lésions dans GM et WM peut rendre la tâche encore plus difficile (régions représentées en couleur rose sur 

la figure 02 D). 
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Figure 02 :  Images de la moelle épinière acquises à 7 teslas. A) Image T2* d’un sujet sain, B) Contours 

segmentés de A, C) Image T2* d’un patient atteint par la MS, D) Contours segmentés de C, avec régions 

lésionnelles. E) Image T2* d’un patient atteint par la ALS, F) Contours segmentés de E, le contour externe 

représente l’interface WM/CSF et le contour interne l’interface WM/GM. 

L’objectif principal du stage est de proposer une nouvelle approche de segmentation basée sur des 

algorithmes d’apprentissage profond permettant une segmentation multi-classes de la moelle épinière 

acquises à 7 Tesla et de l'implémenter en routine dans le Centre de Résonance Magnétique Biologique et 

Médicale (CRMBM). 

 

Problématique du stage  

Au Centre de Résonance Magnétique Biologique et Médicale (CRMBM), le besoin en segmentation d’ 

images de la moelle épinière acquises par IRM 7 Tesla est fort. Actuellement, le principal outil de 

segmentation automatique appelé "Spinal Cord Toolbox - SCT"[11] est utilisé pour effectuer cette tâche. 

L'outil SCT dispose de deux modèles de segmentation pré-entraînés ; sct_deepseg_gm[12] et 

sct_deepseg_sc[13] pour pouvoir segmenter respectivement la matière grise (gray matter, GM) et le cordon 

médullaire (spinal cord, SC). Cependant, ces deux différents modèles ont été entraînés indépendamment 

sur des images acquises à 1.5 et 3T et à une résolution de 0,5 x 0,5 mm. En appliquant naïvement ces 

modèles sur des images acquises à 7 teslas et ultra haute résolution (0,175 x 0,175 mm), les résultats obtenus 

ne sont visuellement pas satisfaisants, en particulier pour l’interface WM/CSF. Comme on peut le voir sur 

la figure 03, les différences entre le contour externe vert (vérité terrain ou ground truth, GT) et le contour 

externe rouge (segmentation automatique produite par la SCT) sont perfectibles aux niveaux des 

terminaisons des racines nerveuses indiquées par des flèches bleues). Il est à noter que les deux contours 

C                               D 

E                                F 
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SCT 
Ground Truth 

internes (interface WM/GM) semblent très proches et feront l’objet d’une évaluation quantitative par la 

suite. 

 

                                                                         WM 

                                                                                                                           GM 

 

 

 

 

Figure 03 : Image pondérée T2* et résultat d’une segmentation automatique (en rouge SCT) illustrée par 

les contours de la moelle épinière (GM et WM) au niveau C1 acquise à 7T. Les flèches bleues mettent en 

évidence quelques imprécisions au niveau des terminaisons des racines nerveuses par rapport à une 

segmentation manuelle considérée comme vérité terrain (ground truth, en vert). 

Le contraste GM/WM ainsi que la haute-résolution plus élevée à 7T qu’à 3T font apparaitre des structures 

anatomiques non visibles à 3T, et impacte de manière évidente les performances des algorithmes de deep 

learning sur ces images 7T alors que les modèles existants ont été entrainé uniquement sur des données à 

1.5 et 3T. 

Nous proposons donc l'implémentation d'un nouveau modèle de segmentation automatique basé sur un 

apprentissage profond composé uniquement d’images à 7T. 

 

Les principaux objectifs peuvent être résumés comme suit : 

- Définir une chaîne de traitement robuste à 7T pour la segmentation automatique des régions 

WM et GM sur des images T2* 

- Comparer et valider différentes méthodes de segmentation à travers plusieurs métriques 

quantitatives  

- Contribuer au développement open-source de la  "Spinal Cord Toolbox - SCT"[11]  avec 

l’intégration de notre meilleur modèle multi-classes de segmentation d'images compatible 7T.   
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État de l’art 

Contexte général applicatif 
Un large éventail de troubles neurologiques (non) traumatiques ont été liés à des modifications tissulaires 

de la matière grise (GM) et de la matière blanche (WM) de la moelle épinière[14]. La moelle épinière est 

une zone difficile pour l'imagerie par résonance magnétique (IRM)[5] en raison de la petite dimension de 

la section transversale de la moelle épinière, la présence de mouvement, les artefacts de sensibilité et, en 

particulier, la forme complexe et la fraction de petite surface du tissu GM.  

La mesure de la CSA, dans SC, WM et GM est un bon biomarqueur d’atrophie. Elle fournit une information 

indirecte des processus physiopathologiques mis en œuvre (démyélinisation, atteinte axonale, etc), mais 

c’est une mesure relativement accessible en termes de temps d’acquisition (notamment par rapport à 

d’autres techniques quantitatives). C’est aussi une méthode relativement fiable à 3T qui a démontré un 

grand intérêt [15] [16] [17] [18]. D’où la nécessité de l’obtenir aussi des images de la moelle épinière à 7T. 

Par ailleurs ces segmentations seront utilisables pour aller analyser les imageries quantitatives 

complémentaires. 

Segmentation automatique d’une IRM de la moelle épinière par deep learning 
Aujourd’hui, l’outil de référence pour la communauté scientifique qui s’intéresse à la segmentation 

d’images IRM de la moelle est sans aucun doute la Spinal Cord Toolbox (SCT). Cette boite à outil est un 

véritable logiciel, très complet, open-source et dédié au traitement et à l'analyse des données d'IRM de la 

moelle épinière. SCT fait toujours référence à des méthodes publiées [12] [13] et comprend des modèles et 

des atlas d'IRM « in-vivo » et « ex-vivo », de la moelle épinière. La SCT s’appuie sur des algorithmes pour 

segmenter et recaler de nouvelles données sur ces modèles, ainsi que des méthodes de correction de 

mouvement. SCT est disponible sur https://spinalcordtoolbox.com/en/latest/index.html  [11]. 

Les dernières méthodes de segmentation développées dans SCT intègrent des approches de deep-learning 

(DL) qui sont de plus en plus utilisées pour l’analyse d’images médicales, en particulier pour les tâches de 

segmentation, car elles offrent des performances de pointe [19] surclassant les approches basées sur du 

recalage et déformation d’atlas. L'architecture la plus établie pour la segmentation est U-Net[20], où deux 

chemins distincts (encodeur-décodeur/contracting-expanding) sont utilisés pour agréger les informations 

sémantiques et récupérer les informations spatiales[12]. Dans le contexte de la SCT, de la segmentation et 

du DL, la toolbox Ivadomed est maintenant le paquet Python open source utilisé pour la conception, la 

formation de bout en bout et l'évaluation de nouveaux modèles DL appliqués aux données d'imagerie 

médicale[21]. Les fonctionnalités originales d'ivadomed incluent un chargeur de données qui peut analyser 

les métadonnées d'images et des sujets pour un fractionnement personnalisé des données ou des 

informations supplémentaires pendant la formation et l'évaluation. Tout ensemble de données suivant la 

convention Brain Imaging Data Structure – BIDS[22] sera compatible avec ivadomed[21]. Le projet 

ivadomed est disponible sur https://ivadomed.org. 

De nombreux aspects du DL pourraient faire l’objet d’un large état de l’art, mais au cours de notre stage 

nous avons fait le choix d’approfondir plus particulièrement les problématiques d’augmentation de données 

et de Cross Validation en nous appuyant sur les pré-requis de la SCT et d’ivadomed (en termes 

d’architecture et optimisations des hyperparamètres). 

 

 

https://spinalcordtoolbox.com/en/latest/index.html
https://ivadomed.org/
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Augmentation des données 
L’augmentation de données (DA) est une technique utilisée pour augmenter la quantité de données en 

ajoutant des copies légèrement modifiées de données déjà existantes, ou de données synthétiques 

nouvellement créées à partir de données existantes. Il agit comme un régulateur et aide à réduire le 

surapprentissage lors de la formation d'un modèle d'apprentissage automatique[23] . Pour construire des 

modèles DL performant, l'erreur sur la base validation doit continuer à diminuer avec l'erreur sur la base d’ 

entraînement. L'augmentation des données est une méthode très puissante pour y parvenir. Les données 

augmentées représenteront un ensemble plus complet de points de données possibles, minimisant ainsi la 

distance entre l'ensemble d'apprentissage et de validation, ainsi que tout ensemble de tests futurs[23]. 

Plusieurs librairies de DA sont disponibles en opensource, dont la bibliothèque TorchIO[24], s’appuyant 

sur pytorch (https://pytorch.org) qui a attiré particulièrement notre attention car plus elle implémente tout 

un panel complet de transformations géométriques et filtres spécifiques aux données d'images médicales 

2D et 3D (déformations élastiques, effets dit de « ghosting », effets d’artefacts de mouvements, etc…). 

Dans la recherche d'autres méthodes DA, nous nous sommes aussi intéressés aux travaux de Zhao et al.[25] 

qui proposent une méthode s’appuyant sur un apprentissage de déformations spatiales réelles, estimées 

grâce à un apprentissage semi-supervisé, réussissant ainsi à générer une approximation beaucoup plus 

réaliste.  Shorten et al. [23] ont publié une taxonomie des différents types et catégories d’augmentation de 

données d'images, comme par exemple « la manipulation « basique » des espaces des couleurs ou encore 

la manipulation « avancée » de transformations géométriques non-linéaire, avec une classification 

hiérarchique et la possibilité de combiner un certain nombre de transformations.   

 

Cross-validation 
La cross-validation (CV) est l'une des méthodes de rééchantillonnage de données les plus largement 

utilisées pour évaluer la capacité de généralisation d'un modèle prédictif et pour éviter le overfitting[26]. 

La validation croisée est une méthode statistique d'évaluation et de comparaison des algorithmes 

d'apprentissage en divisant les données en deux segments : l'un utilisé pour apprendre ou entraîner un 

modèle et l'autre utilisé pour valider le modèle. Dans le cas typique validation croisée, les ensembles de 

formation et de validation doivent se croiser dans des tours successifs de sorte que chaque point de données 

ait une chance d'être validé. La forme de base forme de base de la validation croisée est la validation croisée 

k-fold. D'autres formes de validation croisée sont des cas spéciaux de validation croisée k-fold ou 

impliquent des cycles répétés de la validation croisée k-fold. La validation croisée peut être appliquée dans 

trois contextes, estimation des performances, sélection du modèle et réglage et paramètres du modèle 

d'apprentissage [27]. 

 

 

 

https://pytorch.org/
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MATERIEL ET METHODES 

Segmentation manuelle d’une IRM de la moelle épinière 

La moelle épinière (SC) a une anatomie particulière car elle a une forme cylindrique. Elle est située dans le 

canal vertébral et est entourée de liquide céphalo-rachidien (CSF, en hyper-signal T2*) et est composée de 

matière grise (GM) et de matière blanche (WM). On peut donc définir la région SC comme l’union de la 

région GM et de la région WM. Par conséquent, la stratégie classique pour segmenter ces deux classes est 

de déterminer deux interfaces (ou frontières) situées : 

- Entre le CSF et WM pour le contour externe de WM (figure 04 B en vert) 

- Entre WM et GM pour le contour interne de WM (figure 04 B en vert), ou externe de GM 

Le remplissage de ces deux contours permet ainsi de définir les deux régions d’intérêts WM (en rouge) et 

GM (en bleu), illustrées sur la figure 04 C. 

                                                                                                

           A                                                   B                                                   C 

 

 

 

 

 

Figure 04 : Images de la moelle épinière par IRM 7T. A) Image pondérée T2*, B) Contours 

externes en vert (interface WM/CSF) et contour interne WM/GM C) Régions segmentées WM en rouge, 

GM en bleu avec SC = (WM U GM) 

 

Description de notre base des données d’images 7T  

L’ensemble des données utilisées pour cette étude provient du Centre de Résonance Magnétique Biologique 

et Médicale – CRMBM. Cette étude inclut un total de 78 sujets acquis à 7T et segmentés par deux experts, 

avec des masques de SC, GM et divisé en 3 catégories, healthy control (HC), multiple sclerosis (MS) et 

amyotrophic lateral sclerosis (ALS) (voir table 01).Une description précise des données est disponible dans 

un document Excel online (https://amubox.univ-amu.fr/s/z8XLKTTgQ24b5nW) 

Le nombre d'images pour chaque sujet est variable (entre 7 à 24 coupes), car les acquisitions sont 

hétérogènes et dépend de l’anatomie du patient et du protocole d’inclusion. 

L’ensemble des données correspondent à des acquisitions IRM situées au niveau cervical de la moelle 

épinière (sur 7 niveaux allant de C1 à C7 avec des séries d’images composées de 1 à 4 images par niveau). 

De même, il est à noter qu'il ne s'agit pas d'images 3D, mais de coupes 2D jointives. 

 

https://amubox.univ-amu.fr/s/z8XLKTTgQ24b5nW
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Category Number Class 

HC N=35 (375 images) SC, GM 

MS N=15 (89 images) SC, GM, LE 

ALS N=28 (322 images) SC, GM 

Total N=78 (786 images) 

Table 01: Répartition des données selon la catégorie, le nombre d'images et la classe. 

 

Les images IRM anatomiques ont toutes été acquises avec une séquence pondérée T2*, orientées de façon 

optimale pour minimiser l’effet de volume partiel (plan de coupe placé perpendiculairement à la moelle). 

Les différentes résolutions utilisées sont détaillées dans la table 02. 

 
Resolution Pixel size Number of subjects 

High Resolution (HR) 0,176   x  0,176 N=28 (167 images) 

0,195  x  0,195 N=1 (13 images) 

Medium Resolution (MR) 0,267  x  0,267 N=46 (591 images) 

Low Resolution (LR) 0,401  x  0,401 N=3 (15 images) 

TOTAL N=78 (786 images) 

Table 02: Répartition des données par résolution, taille de pixel et nombre d'images. 

Nous avons appliqué un critère d'exclusion, selon lequel toutes les images devaient avoir une segmentation 

associée contenant les classes GM et SC, c'est la raison pour laquelle 6 sujets (37 images) ont dû être exclus 

de l'étude. De même, 5 images correspondant à des coupes situées au niveau thoracique (T1) ont aussi été 

retirées, pour restreindre l'étude uniquement à des cervicaux (de C1 à C7). 

Finalement, la présente étude a été réalisée sur 72 sujets, mettant à disposition 744 images acquises sur 

l’IRM 7T du CRMBM. 

Additionnellement, et tardivement un petit jeu de données d’un autre centre IRM 7T composé de 12 images 

a été ajouté à notre étude (résolution MR), pour un test complémentaire concernant la robustesse des 

modèles proposés. 

 

Segmentation automatique par la SCT 

Nous avons utilisé les fonctions sct_deepseg_gm et sct_deepseg_sc de la SCT avec lesquelles nous pouvons 

segmenter respectivement les régions GM et SC. 

La méthode sct_deepseg_gm a été développée sur un réseau U-NET particulier appelé "NoPoolASPP"[12], 

entraîné sur des images 3T et une résolution de 0,5 x 0,5 mm, sur un total de 232 sujets (3963 images) 

parmi lesquels il y avait des catégories par HC, compression, MS, ALS. 

La méthode sct_deepseg_sc a été développée sur un réseau U-NET particulier appelé " CNN2-SC"[13], 

entraîné sur des images 3T et une résolution de 0,5 x 0,5 mm, sur environ 1500 sujets parmi lesquels il y 

avait des catégories par HC, compression, MS, ALS. 
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Dans la réalisation de ce projet, nous avons considéré la segmentation effectuée par SCT comme la méthode 

de référence pour la segmentation automatique, car étant la plus efficace et la plus utilisée par la 

communauté. 

Par la suite, nous nous sommes appuyés sur le réseau U-Net[20] implémenté dans la toolbox ivadomed 

pour entrainer de nouveaux réseaux sur notre nouvelle base de données 7T précédemment décrite, avec 

différentes stratégies d’apprentissage mais en conservant les paramètres et hyperparamètres de DL 

optimisés par les chercheurs qui ont développé ivadomed (voir détail et valeurs dans annexe 01). 

Ivadomed est un outil très accessible et bien documenté. La saisie des paramètres se fait dans un fichier 

config.json, accessible depuis le lien suivant https://ivadomed.org/en/latest/configuration_file.html. La 

principale ligne de command est la suivante:  

ivadomed [command] -c config_file.json --path-data path/to/bids/data  --path-output  

path/directory                                                                       

L’argument [command], permet de spécifier une phase d’entrainement, de test ou de segmentation (avec 

l’option  --train --test ou --segment,). 

 

Les méthodes que nous proposons dans cette étude seront découpées en deux parties distinctes: 

1 Une première partie portant sur l’intérêt d’utiliser un modèle d’apprentissage multi-classes 

(GM/SC) en comparaison de deux modèles distincts single-classe pour la segmentation de la 

matière grise (GM) et du cordon médullaire (SC). 

2 Une seconde partie sera consacrée à notre principale contribution qui concerne la construction et la 

validation de plusieurs modèles d’apprentissage profond multi-classes uniquement composés 

d’images 7T segmentées au CRMBM, et la comparaison de ce modèle aux deux modèles 

disponibles dans SCT. L’accent sera porté sur différentes stratégies d’augmentation de données 

(DA) et nous présenterons des résultats préliminaires sur la généralisation de ce modèle à des études 

multicentriques. 

 

Nos contributions méthodologiques 

Comparaison de deux modèles single-classe vs un modèle multi-classes (Partie 1) 
Afin d'entraîner des nouveaux réseaux, il est nécessaire de disposer d'images anatomiques associées à des 

images segmentées (figure 04 C). Pour cette étude, nous avons disposé d’images segmentées manuellement 

représentant les deux classes GM et SC, sous la forme de deux masques binaires. 

Avec ces deux images nous pouvons facilement obtenir par soustraction (SC-GM) une classe unique WM 

et donc plusieurs configurations d’apprentissages single-classe ou multi-classes étaient possibles, comme 

par exemple les configurations multi-classes GM/WM, ou GM/SC ou encore des configurations single-

classe GM, SC ou WM uniquement puisque de ce dernier masque nous pouvons déduire les masques GM 

et SC. 

Nous avons comparé deux nouveaux apprentissages distincts single-classe GM et SC (noté SCS), et un 

nouvel apprentissage multi-classes SC/GM noté MCS. 

https://ivadomed.org/en/latest/configuration_file.html
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Dans cette première partie, nous avons opté pour une validation croisée (VC) afin de comparer les différents 

modèles précédemment cités. Pour cela, nous avons établi 9 échantillons (appelé split). Pour chaque split 

(de 1 à 8), nous avons distribué les données comme recommandé dans la littérature, cad un découpage de 

70% pour la base d’entraînement, 15% pour la base Validation et 15% pour la base Test (voir figure 05). 

  

 

 

 

 

 

Figure 05: Description des splits pour la cross-validation 

Le premier split (split 0) a été réalisé en tenant compte de l'hétérogénéité des données, avec le respect de 

la proportion 70/15/15 pour chaque catégorie (HC, MS, ALS) comme détaillé dans la figure 06. 

 

Figure 06: Distribution des données pour le split 0 en conservant l'hétérogénéité des données (par groupe 

de patient, HC, MS et ALS) 

 

Comparaison de nos modèles multi-classes GM/SC avec les modèles existants SCT (Partie 2) 

Dans cette deuxième partie, nous proposons de construire plusieurs modèles de segmentation DL multi-

classes et utilisant les hyperparamètres fournis par défaut et implémentés dans la toolbox ivadomed. Sept 

stratégies d'augmentation de données sont décrites dans la table 03 avec l’objectif de mettre en évidence 

l’apport du DA et de révéler des transformations plus pertinentes que d’autres. Précisant que toutes les 

stratégies d'augmentation de données effectuées sont toujours appliquées dans la base de données d’ 

entraînement. 

 

  

Split Dataset 

0  

1    

2         

3         

4         

5         

6         

7         

8         

(544 images) 

(94 images) 

(106 images) 

(744 images) 
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 Method Description 

1 SCT Deux modèles single-class pré trained at 3T, intégrés dans SCT 

2 Without DA Modèle multi-classes sans DA  

3 Classical DA Nouveau Modèle multi-classes avec DA intégré au réseau Ivadomed 

4 Smart DA Modèle multi-classes avec DA smart (généré à partir de TorchIO) 

5 Realistic DA Modèle multi-classes avec DA réaliste (DA généré à partir de champs de 

déformation issus d’une procédure de création d'un Template 7T) 

6 Compose Smart 

Classical DA 

Modèle multi-classes avec DA composite (Smart DA + Classic DA). 

7 Compose Realistic 

Classical DA 

Modèle multi-classes avec DA composite (Realistic DA + Classic DA) 

8 Compose Smart 

Realistic Classical DA 

Modèle multi-classes DA composite (Smart DA + Realistic DA + Classic 

DA) 

Table 03 : Description des méthodes appliquées 

Etant donné le nombre important de variantes que nous proposons, il n’est pas envisageable durant ce stage 

(même si cela aurait été préférable) de procéder à une CV pour tous les modèles (comme cela a été fait dans 

la partie précédente). 

Dans toutes les expérimentations proposées, nous utiliserons (de façon un peu empirique) la même 

distribution d’images pour les bases de données Train/Validation/Test, à savoir le split 0 défini 

précédemment. 

Nous proposons d'étudier en profondeur l'impact du DA, en commençant par la création d'un modèle sans 

DA (Without_DA), et d’un modèle classique (Classical_DA) utilisant des transformations géométriques 

rigides mais aussi élastiques avec des paramètres choisis aléatoirement (amplitude des déformations, degrés 

de liberté). A cela, s’ajoutent plusieurs modèles originaux appelés Smart_DA et Realistic_DA qui sont 

respectivement construits à partir de la génération d’artefacts IRM dits « classiques » à 7T (effet ghosting 

par exemple disponible dans TorchIO) et d’un ensemble de transformations géométriques réalistes estimées 

à partir de co-registrations non-linéaires estimées entre différents sujets de la base de données (fonction 

antsMultivariateTemplateConstruction de la librairie ants : 

https://github.com/ANTsX/ANTs/blob/master/Scripts/antsMultivariateTemplateConstruction2.sh). Enfin 

les trois derniers modèles seront construits à partir de combinaisons de DA, cad Smart_DA + Classical_DA, 

Realistic_DA + Classical_DA et enfin Smart_DA + Realistic_DA + Classical_DA. 

La figure 07 illustre deux résultats d’un effet ghosting aléatoire appliquée sur une image originale 

(smart_DA) et une composition d’une transformation géométrique Affine et Elastique (Classical_DA).  

 

 

 

 

 

 

 

 

Figure 07: Schéma de smart data augmentation à partir des transformations affines et effet ghosting. 

https://github.com/ANTsX/ANTs/blob/master/Scripts/antsMultivariateTemplateConstruction2.sh
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La figure 08 illustre notre procédé appelé « realistic_DA », illustré à travers un exemple d’une 

augmentation réaliste appliquée sur une image d’un sujet Y à partir d’une image d’un sujet X. Le procédé 

consiste à déformer une image X en une image Y (figure 08), en mixant le contraste d’une image X avec 

l'anatomie d’un sujet Y. Nous pouvons ainsi générer un ensemble d’images avec des contrastes réels, et 

aussi anatomiquement réaliste. Sur la figure 8 on observe que l’image d’un sujet X peut être transformée 

en "n" images différentes, cad par l’application de "n" champs de déformation estimés entre chaque couple 

de sujets qui compose notre base de données. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figure 08: Schéma de realistic data augmentation à partir d’un champ de déformation « réel » estimé 

entre deux sujets X et Y, via l’espace d’un template. 

 

Notre chaine complète de traitement (détaillée dans la figure 09) illustre les principales étapes et a été 

implémentée en langage python et script shell : 

1. Pre-processing des données (reslicing, cropping, centering) 

Dans cette première phase de notre chaîne nous avons effectué un traitement de « reslicing », (pour coder 

toutes nos images à une résolution spatiale identique, voir table 02), de « cropping » (pour coder nos images 

dans des matrices de tailles identiques), et finalement de « centering » (pour recentrer la région d’intérêt).  

2. DL entraînement (training) et test (testing) 

Dans cette phase intermédiaire de la chaîne, nous avons généré toutes nos images additionnelles par DA 

nécessaires pour les méthodes Realistic_DA et Smart_DA, puis nous avons formaté nos bases de données 

Sub-X Space Template 

Space 

Sub-Y Space 
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pour les phases d’entraînement, de validation et de test dans le formalisme BIDS. Après cela, nous avons 

exécuté toutes les méthodes détaillées dans la table 03. 

3. Evaluation des métriques quantitatives pour chaque classe 

Dans la phase finale de la chaîne, à l'aide de scripts shell, nous avons effectué le calcul de toutes les 

métriques quantitatives, qui servent à évaluer la segmentation effectuée pour toutes nos méthodes. 

 

 

Figure 09: Chaîne de traitement d'images pour la segmentation par deep learning.  

 

Nous avons comparé nos résultats avec les segmentations produites par l'outil SCT (sct_deepseg_gm, 

sct_deepseg_sc) pour segmenter GM et SC, toutes deux basées sur des apprentissages single-classe 

d’images acquises à 3T. 

 

Métriques utilisées pour l’évaluation des performances de segmentation 

Dice coefficient (DICE) 

Est la métrique la plus utilisée pour valider les segmentations de volume médical. En plus de la comparaison 

directe entre les segmentations automatiques et de ground truth, il est courant d'utiliser le DICE pour 

mesurer la reproductibilité[28]. 

 

 

Evaluate 

Segmentation 

Script 

 

 

DICE, HDRFDST, 

AVGDIST, VOLSMTY 

Images Stack 

 

T2*: HC, MS, ALS 

 

Label: SC, GM, LE 

Data Pre-

processing 

 

FSL, Python  
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Python 
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ANTs 
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Hausdorff Distance (HDRFDST) 

Est la distance deux ensembles de points finis A et B [29] est définie par : 

HDRFDST (A, B ) = max( h(A,B), h(A,B) ) 

Où h (A, B) est appelée distance de Hausdorff dirigée et donnée par 

 

Average Hausdorff Distance (AVGDIST) 

Est le HDRFDST moyen sur tous les points. L’AVGDIST est connu pour être stable et moins sensible aux 

valeurs aberrantes que le HD[30]. Il est défini par : 

AVGDIST ( A, B ) = max( d(A,B), d(A,B) ) 

Où d (A, B) est la distance de Hausdorff moyenne dirigée donnée par : 

 

Volumetric Similarity (VOLSMTY) 

Mesure qui considère les volumes des segments pour indiquer la similitude[31]. Il est défini par : 

     VOLSMTY =  

 

Notez que bien que la similitude de volume soit définie à l'aide des quatre cardinalités, elle n'est pas 

considérée comme une métrique basée sur le chevauchement, car ici le volume absolu de la région 

segmentée dans une segmentation est comparé au volume correspondant dans l'autre segmentation. Cela 

signifie que le chevauchement entre les segments n'est absolument pas pris en compte. En fait, la similitude 

volumétrique peut avoir sa valeur maximale même lorsque le chevauchement est nul[30]. 

 

Développements techniques, codes, outils d’analyses statistiques 

Dans un premier temps, nous avons procédé à un formatage de la base de données fournis par les chercheurs 

du CRMBM, car pour entraîner les données avec Ivadomed le formalisme BIDS était préconisé. Il a été 

aussi nécessaire que toutes les images soient ré-échantillonées à une résolution unique (HR), et dans une 

taille fixée (matrice 128x128). Pour cela, nous avons développé toutes ces fonctions basiques de reslicing, 

cropping, et centering en langage python et sous l’environnement Jupyter Notebook (Codes disponibles sur  

https://github.com/Nilser3/Centering_cropping) 

La seconde étape de notre mise en œuvre a concerné l’implémentation en script shell de la partie Cross-

validation et pour cela nous avons effectué 9 splits comme le montre la figure 05, et chacun de ces splits a 

été entraînée en 3 modèles (1 multi-classe GM/SC, 1 single-classe pour GM et 1 single-classe pour SC), 

https://github.com/Nilser3/Centering_cropping


   
 

19 
 

donc nous avons réalisé un total de 27 entrainements, en gardant les mêmes paramètres dans toutes les 

expériences.  

Pour la troisième et dernière phase de cette étude, nous avons développé des codes sources en python 

disponibles en https://github.com/Nilser3/Smart_Data_Augmentation pour la génération et l’augmentation 

des données dédiées aux méthodes Smart_DA et Realistic_DA. Ce module a été réalisé en externe au réseau 

d’Ivadomed à l'aide des bibliothèques comme TorchIO et ANTs.  

Pour la phase d’entraînement de tous les modèles proposés dans la table 03, il était impératif que 

l’organisation de nos données soit au format BIDS[22],  pour cela, nous avons développé des scripts shell. 

Une fois nos données générées et organisées dans le formalisme adéquat, nous avons procédé à l’application 

des différents entraînements sur une carte GPU Quadro P5000.    

Lors de la mise en œuvre des différentes modèles proposés, nous avons pu avoir une interaction active avec 

les développeurs de l'outil ivadomed[21], sous la forme d’un forum de discussion (spécial issue disponible 

sur https://github.com/ivadomed/ivadomed/issues/841). Grâce à ces échanges, nous avons pu mieux 

optimiser les hyperparamètres d'entrainement, ainsi qu'éventuellement contribuer avec notre modèle multi-

classe de segmentation d'images 7 teslas au "Spinal Cord Toolbox - SCT"[11]. 

Une fois toutes les images segmentées, nous avons utilisé des fonctions dédiées aux évaluations 

qualitatives, à l'aide du script Evaluate_Segmentation[30]. Pour avoir une caractérisation complète et 

interprétable, nous avons sélectionné le score de DICE, deux métriques de distances de Hausdorff 

(HDRFDST, AVGDIST), ainsi qu’un score sur la similarité de volume (VOLSMTY), en 2D (puisque nos 

images sont des coupes 2D et non des volumes 3D).  Nous avons procédé à des analyses statistiques et 

avons opté pour des représentations graphiques en boxplot et violinplot, via les logiciels JMP 9 et 

Statgraphics 18. Nous avons appliqué des tests non paramétriques de Mann Withney (Wilcoxon test) pour 

comparer les méthodes entre elles. 

 

RESULTATS ET DISCUSSIONS 

Deux modèles Single-classe vs un modèle multi-classes (Partie 1) 

Les résultats concernant les coefficients de DICE sont présentés dans les figures 10 et 11. En parallèle, les 

résultats de cette première partie sont tous disponibles dans un document Excel en ligne sur 

https://amubox.univ-amu.fr/s/PLs5Ld3gC4rXt77  

Dans la figure 10 sont représentés en boxplot les valeurs de DICE pour une comparaison de l’approche 

Multi-classes – MCS avec l’approche single-classe – SCS, pour chaque split et pour chaque classe (GM et 

SC). Des tests non paramétriques informent des comparaisons significativement différentes (indiqué par * 

pour une p-value < 0.05 et par **pour p-value w 0.0001). 

 

 

https://github.com/Nilser3/Smart_Data_Augmentation
https://github.com/ivadomed/ivadomed/issues/841
https://amubox.univ-amu.fr/s/PLs5Ld3gC4rXt77
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Figure 10: Comparaison approches single-classe vs multi-classes en termes de DICE pour chaque split, 

par classe (GM et SC)  

Les résultats de cette première partie montrent que la comparaison non paramétrique de DICE pour la GM 

pour les méthodes multi-classe et single-classe est très significative pour les splits 1, 4 et 8 et significative 

pour les splits 3 et 6, avec des performances pour single-classe plus élevées dans chaque cas. Pour la SC, 

elle est significative pour les splits 4 et 6, avec des performances favorables pour la méthode single-classe 

plus élevées dans chaque cas (figure 10).  

La figure 11 représente en boxplot les valeurs moyennes de DICE des 9 splits pour les deux méthodes SCS 

et MCS 

 

 

 

 

 

 

 

Figure 11: Comparaison approches single-classe vs multi-classes en termes de DICE moyen pour tous les 

splits, par classe (GM et SC) 

Ce résultat illustre une différence significative avec des meilleures performances moyenne au niveau du 

DICE de l’approche SCS par rapport à l’approche MCS, uniquement pour la segmentation de la classe GM. 

Concernant la segmentation du cordon médullaire (SC), aucune différence significative entre les méthodes 

SCS et MCS en moyenne sur les 9 splits. Nous pouvons noter que les splits 4 et 6 signalent tout de même 

une tendance en faveur de SCS. 
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Une analyse générale du DICE de GM nous donne une amélioration très significative en faveur de la 

méthode single-classe, et pour la SC une p-value de 0.46 (non significative) (figure 11). Lors de l'analyse 

du split 0 pour la classe GM, nous avons observé une amélioration en faveur de la méthode multi-classe, 

bien que non significative (valeur p = 0,08), et de la même manière non significative pour SC. 

En réalisant les analyses statistiques, nous avons remarqué que certaines images (en proportion très faible) 

étaient segmentées que par une seule méthode (MCS ou SCS). La table 04 reporte à titre indicatif ces 

observations et affiche la quantité d'images qui ont été segmentées par une méthode ou non par l'autre, en 

considérant tous les splits. 

 

Class Method 
Total des 

images  

Images avec  

DICE > 0.7 

GM 
MCS 37 15 

SCS 3 1 

SC 
MCS 6 5 

SCS 1 1 

Table 04 : Images segmentées par une seule méthode 

 

Ce résultat est cette fois en faveur de l’approche MCS, qui en particulier pour la classe GM semble plus 

robuste que l’approche SCS. Par exemple, 37 images de la base totale x 9 splits (en moyenne 4 images de 

la base testing, estimé à < 5%) n’ont pas produit de segmentation via l’approche SCS, alors que 15 d’entre 

elles affichent des performances intéressantes, cad une segmentation exploitable (Dice > 0.7). 

Une autre analyse générale prenant en compte uniquement les segmentations avec un DICE > 0.7 pour le 

GM, nous montre que les méthodes multi-classes ont généré 15 segmentations pour lesquelles les méthodes 

single-classe n'ont pas pu produire de résultats. Par ailleurs, les méthodes single-classe n'ont généré qu'une 

seule segmentation en échec avec les méthodes multi-classes. Et en faisant la même analyse pour le SC, 

nous avons constaté que les méthodes multi-classes avaient généré 5 segmentations pour lesquelles les 

méthodes single-classe ne produisaient aucun résultat (Voir table 04). 

Sur cette base de données, le modèle multi-classe semblent donc plus robuste que les modèles single-classe 

et il est important de noter que les méthodes multi-classes nous permettent de travailler avec un seul modèle 

pour segmenter la SC et GM sans avoir besoin d’un double entraînement. 

 

Comparaison de nos modèles multi-classes GM/SC avec les modèles existants SCT (Partie 

2) 
Nous fournissons les résultats des courbes d’apprentissage de toutes nos méthodes (de 2 à 8, voir table 03), 

Courbes de Accuracy_validation disponibles sur https://n9.cl/h5ub , Dice_Validation disponibles sur 

https://n9.cl/k8dc2 et Dice_Loss disponibles sur https://n9.cl/i2n0n , qui sont aussi représentées dans 

l’annexe 03. 

Ces courbes montrent qu’aucune méthode ne présente d’effet de sur-apprentissage (cad une augmentation 

des valeurs de Dice_loss ou une chute des courbes de Accuracy Validation au cours du temps) et indiquent 

des temps d’apprentissage très variables (de 40 minutes pour la méthode Without_DA, jusqu’à 11h pour la 

https://n9.cl/h5ub
https://n9.cl/k8dc2
https://n9.cl/i2n0n
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méthode Compose Smart Realistic Classical DA), pour un même critère de convergence fixé par défaut 

dans ivadomed.  

Effet du Data Augmentation sur l’apprentissage MCS 

Pour toutes les expérimentations suivantes, nous avons utilisé la distribution split 0 et tous les entraînements 

ont été fait avec un modèle multi-classes. De même, on peut retrouver les résultats de cette deuxième partie 

dans un document Excel disponible sur https://amubox.univ-amu.fr/s/zYM2NSTyiwWeKTy . Précisant 

que toutes les stratégies d'augmentation de données (DA) effectuées sont toujours appliquées en phase 

d’entraînement. 

Dans la Table 05 et la Figure 12, nous reportons une première analyse statistique faite sur les valeurs de 

DICE, en comparant dans un premier temps les segmentations obtenues via la SCT et celles obtenues via 

notre méthode MCS Classical DA, en excluant les outliers (images avec une Confidence Level de 95% et 

un Trimming de 15%). Cette comparaison est intéressante à plusieurs niveaux, car elle limite le biais au 

niveau de la stratégie de DA, étant donné que les méthodes SCT et Classical_DA utilisent toutes les deux 

un module identique d’augmentation de données (ou en tout cas comparable), mais surtout elle met en 

évidence une amélioration très significative (p-value < 0.0001) des performances de notre première 

méthode proposée (Classical_DA), à la fois pour la classe GM (Dice=0.887 au lieu de 0.857), et aussi pour 

la classe SC (Dice=0.969 au lieu de 0.949), à savoir un gain sur le Dice supérieur à 0.02 représentant une 

très nette amélioration de la qualité et précision de la segmentation. 

Les résultats des valeurs de Dice concernant tous nos modèles augmentés sont reportés dans table 05, en 

excluant les outliers (images avec une Confidence Level de 95% et un Trimming de 15%) et sur la figure 

12. En annexe 04, sont présentées les autres métriques HDRFDST, AVGDIST et VOLSMTY.  

 
Class Method Count Outliers Average Median Standard deviation 

GM 

 

1_SCT 109 
 

1 0,857 0,880 0,065 

2_Without DA 4 0,887 0,899 0,044 

3_Classical DA 4 0,887 0,902 0,046 

4_Smart DA 1 0,888 0,902 0,046 

5_Realistic DA 3 0,888 0,899 0,042 

6_Compose_Smart_Classical_DA 1 0,886 0,902 0,050 

7_Compose_Realistic_Classical_DA 3 0,887 0,901 0,049 

8_Compose_Smart_Realistic_Classical_DA 2 0,890 0,906 0,049 

SC 1_SCT 137 
 

7 0,949 0,951 0,016 

2_Without DA 5 0,968 0,971 0,012 

3_Classical DA 8 0,969 0,971 0,009 

4_Smart DA 5 0,971 0,973 0,010 

5_Realistic DA 6 0,969 0,971 0,010 

6_Compose_Smart_Classical_DA 2 0,969 0,972 0,010 

7_Compose_Realistic_Classical_DA 5 0,969 0,970 0,010 

8_Compose_Smart_Realistic_Classical_DA 2 0,969 0,972 0,011 

Table 05 : Analyses statistiques sur les valeurs de DICE entre toutes les méthodes MCS pour GM et SC 

 

Aucune différence significative n’a été observée entre les méthodes MCS. Cependant, toutes les méthodes 

MCS améliorent significativement les valeurs de Dice par rapport à SCT. 

De manière surprenante, la méthode Without_DA n’affiche pas de contre-performance par rapport aux 

autres modèles augmentés, comme nous aurions pu l’imaginer. 

https://amubox.univ-amu.fr/s/zYM2NSTyiwWeKTy


   
 

23 
 

Les deux méthodes qui semblent améliorer les performances (mais pas de manière significative p-value > 

0.05), sont la méthode Smart_DA pour la classe SC et la méthode Compose_Smart_Realistic_Classical_DA 

pour la classe GM. 

Les résultats de cette partie montrent que la comparaison non paramétrique de DICE pour la GM et SC 

entre la méthode SCT et toutes les autres méthodes (de 2 à 8, voir table 03) sont très significatives, avec 

des performances améliorées pour toutes les nouveaux modèles proposés (figure 12). 

 

 

 
 
 
 
 
 
 
 
 
 

Classe SC 

 

 

 

 

 

 

 

Classe GM 

 

Figure 12: Représentation en violin plots des valeurs de DICE de toutes les méthodes MCS, pour chaque 

classe GM et SC. 

 

La moyenne et la médiane de DICE pour la GM montrent des valeurs plus élevées pour la méthode 

8_Compose_Smart_Realistic_Classical_DA et si on fait la même analyse pour la SC on constate que la 

méthode 4_Smart_DA a des valeurs plus élevées (table 05). 

Lorsque nous analysons le nombre de valeurs aberrantes (outliers) les modèles 4_Smart_DA et 

6_Compose_Smart_Classical_DA sont ceux qui ne génèrent qu'une seule valeur aberrante pour le GM, 

contre 4 pour le modèle 3_Classical_DA. Pour la SC,  les modèles 6_Compose_Smart_Classical_DA et 
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8_Compose_Smart_Realistic_Classical_DA sont ceux qui ne génèrent que deux valeurs aberrantes pour le 

GM, contre 8 pour le modèle 3_Classical_DA (table 05). 

La comparaison non paramétrique de DICE pour la GM pour les modèles (2 - 8) montre que tous les 

modèles proposés sont meilleurs que le modèle 2_Without_DA et 3_Classical_DA, bien qu'aucune des 

comparaisons soient significatives (figure 12). Pour la SC le modèle 4_Smart_DA est significativement 

meilleur que le modèle 3_Classical_DA et 7_Compose_Realistic_Classical_DA (figure 12). 

Les moyennes des HDRFDST et AVGDIST pour la GM montrent une valeur plus faible pour le modèle 

8_Compose_Smart_Realistic_Classical_DA et la VOLSMTY montre une valeur plus élevée pour le 

modèle 3_Classical_DA. Les moyennes de HDRFDST, AVGDIST et VOLSMTY pour la SC, montrent de 

meilleurs résultats pour le modèle 4_Smart_DA (annexe 04). 

Une analyse des images les plus difficiles à segmenter (table 06), pour lesquelles au moins un modèle a 

produit une valeur aberrante, nous montre que pour la classe SC, les modèles 

6_Compose_Smart_Classical_DA et 8_Compose_Smart_Realistic_Classical_DA sont plus robustes que 

tous les autres. 

 

Dans la table 06, nous effectuons une analyse des valeurs aberrantes (outliers sur les valeurs du Dice) qui 

ont été estimées pour chaque modèle. Les cellules qui ne contiennent aucune valeur sont celles pour 

lesquelles le Dice est correct (> 0.7). 

 

Class Sujet Slice Categorie 
Method 

1 2 3 4 5 6 7 8 

GM 

 

Sub-32 18 HC 0,505         

Sub-48 5 
MS 

 0,677 0,025  0,662  0,386  

Sub-49 6  0,637 0,576  0,579  0,131 0,591 

Sub-77 2 
ALS 

 0,000 0,000 0,000 0,430 0,000 0,174 0,229 

Sub-77 9  0,000 0,629      

SC 

Sub-31 19 

HC 

0,620 0,591 0,830 0,587 0,343 0,895 0,832  

Sub-31 21  0,000 0,000 0,751 0,000  0,909 0,915 

Sub-32 1  0,886 0,890      

Sub-32 11 0,812        

Sub-35 20 0,818        

Sub-35 23  0,531 0,852 0,697 0,634    

Sub-49 4 MS 0,757        

Sub-76 0 

ALS 

0,864  0,906 0,926     

Sub-76 1 0,800        

Sub-77 4    0,904     

Sub-77 7 0,824  0,929      

Sub-78 4   0,000  0,000  0,827  

Sub-78 6     0,000    

Sub-78 7  0,206 0,354 0,687 0,000 0,641 0,332 0,581 

TOTAL OUTLIERS EN GM 1 4 4 1 3 1 3 2 

TOTAL OUTLIERS EN SC 7 5 8 6 6 2 4 2 

Table 06 : DICE des outliers par méthodes.  
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D’après le tableau 05, le modèle avec la moyenne et la médiane les plus élevées pour la segmentation de la 

substance grise GM est le modèle 8_Compose_Smart_Realistic_Classical_DA, et nous pouvons voir un 

exemple de cette segmentation sur une image à résolution médiane (MR) dans la figure 13 A, (Dice =0,925 

pour la GM et Dice =0,988 pour la SC), de même le modèle avec la moyenne et la médiane les plus élevées 

pour la segmentation du moelle épinière SC est 4_Smart _DA, et on peut voir un exemple de cette 

segmentation sur une image à haute résolution (MR) sur la figure 13 B, (Dice =0,898 pour la GM et Dice 

=0,982 pour la SC). Nous avons observé une amélioration importante de la segmentation entre la figure 03 

qui avait été segmentée par la méthode SCT avec la figure 13 B. 

 

          A                                                  B     

 

  

 

 

 

 

Figure 13 : Résultats de segmentation avec nos modèles multi-classes. A) Une image T2* (MR) 

segmentée par le modèle 8_Compose_Smart_Realistic_Classical_DA en bleu et le ground truth en vert. 

B) Image T2* (HR) segmentée par le model 4_Smart _DA en bleu y le ground truth en vert. 

 

 

Résultat préliminaire sur une base de données externe 

Les résultats concernant les métriques de DICE, HDRFDST, AVGDIST et VOLSMTY sont présentés dans 

la table 07 et la figure 14. On peut retrouver les résultats en ligne de cette dernière partie dans un document 

Excel disponible sur https://amubox.univ-amu.fr/s/9LmT2ntXsjLZEQc  

Dans la table 07, nous effectuons une analyse de moyennes de DICE, HDRFDST, AVGDIST et 

VOLSMTY pour chaque modèle, et pour chaque classe (GM et SC)  en excluant les outliers. 

 

 

 

 

 

  

4_Smart__DA 

Ground Truth 
8_Compose_Smart_Realistic_Classical_DA 

Ground Truth 

https://amubox.univ-amu.fr/s/9LmT2ntXsjLZEQc
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Class Method 
Average of 

DICE 

Average of 

HDRFDST 

Average of 

AVGDIST 

Average of 

VOLSMTY 

GM 

1_SCT 0,824 4,368 0,257 0,943 

2_Without DA 0,719 8,433 0,906 0,752 

3_Classical DA 0,814 4,642 0,271 0,862 

4_Smart DA 0,837 3,574 0,217 0,895 

5_Realistic DA 0,802 4,883 0,292 0,840 

6_Compose_Smart_Classical_DA 0,847 3,677 0,210 0,926 

7_Compose_Realistic_Classical_DA 0,815 4,507 0,262 0,863 

8_Compose_Smart_Realistic_Classical_DA 0,832 3,474 0,221 0,881 

SC 

1_SCT 0,955 3,470 0,066 0,968 

2_Without DA 0,971 2,343 0,037 0,989 

3_Classical DA 0,973 2,246 0,032 0,987 

4_Smart DA 0,973 2,281 0,032 0,988 

5_Realistic DA 0,970 2,225 0,036 0,988 

6_Compose_Smart_Classical_DA 0,974 2,065 0,030 0,986 

7_Compose_Realistic_Classical_DA 0,971 2,341 0,036 0,989 

8_Compose_Smart_Realistic_Classical_DA 0,973 1,913 0,032 0,987 

Table 07 : Moyennes de DICE, HDRFDST, AVGDIST et VOLSMTY par rapport à Method par Class 

 

 

 
 
 
 
 
 
 
 

 
 
 

Classe GM 

 

 

 

 

 

 
 

Classe SC 

 

Figure 14: Représentation en violinplot des valeurs de DICE de toutes les méthodes MCS, pour chaque 

classe GM et SC. Sur une base de donnée externe  
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Lorsque nous analysons les résultats préliminaires sur une base de données externe, nous trouvons que pour 

la GM les meilleurs résultats en moyenne de DICE et AVGDIST sont pour le modèle 

6_Compose_Smart_Classical_DA alors que HDRFDST montre le meilleur résultat pour le modèle 

8_Compose_Smart_Realistic_Classical_DA et VOLSMTY montre le meilleur résultat pour le modèle 

1_SCT (table 07).  

Pour la SC les meilleurs résultats en moyenne de DICE et AVGDIST sont pour la méthode 

6_Compose_Smart_Classical_DA, la HDRFDST montre le meilleur résultat pour la méthode 

8_Compose_Smart_Realistic_Classical_DA et la VOLSMTY montre le meilleur résultat pour la méthode 

7_Compose_Realistic_Classical_DA (table 10). De même, on peut observer sur les figures 14 et 15, que le 

modèle 2_Without_DA est celui dont les valeurs de DICE sont les plus dispersées au regard de tous les 

autres modèle (table 07). 

Le choix du modèle à implémenter est très compliqué, puisque nous avons jusqu'à 3 modèles à hautes 

performances. Dans l'analyse de la segmentation GM, nous avons observé que le modèle 

8_Compose_Smart_Realistic_Classical_DA reportait des valeurs moyennes et médianes plus élevées, ainsi 

que des valeurs de HDRFDST et AVGDIST les plus faibles, et en plus présentait un faible taux de valeurs 

aberrantes pour la segmentation GM et SC. Dans l'analyse de la segmentation du SC, nous avons observé 

que le modèle 4_Smart_DA reportait des valeurs moyennes et médianes majorant les autres modèles, 

cependant, ce modèle a généré un taux plus élevé de valeurs aberrantes pour la segmentation de la SC.   

L’analyse de la base de données 7T externe, certes composée de peu d’images, montre que les modèles 

6_Compose_Smart_Classical_DA et 8_Compose_Smart_Realistic_Classical_DA sont les plus 

performants en termes de précision et aussi de robustesse, et c’est la raison pour laquelle nous pensons 

soumettre le modèle multi-classes 8_Compose_Smart_Realistic_Classical_DA comme nouveau modèle de 

référence pour la segmentation GM et SC à 7T. 
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CONCLUSION ET PERSPECTIVES  

 

Comme décrit dans la littérature, dans le cadre de la segmentation de la matière grise (GM), les modèles 

single-classe (testés dans cette étude) montrent des performances supérieures aux modèles multi-classes 

(amélioration très significative des valeurs moyennes de Dice, en cross-validation avec p-value < 0,0001). 

Pour la segmentation du cordon (SC), le précédent modèle multi-classes s’avère être aussi performant qu’un 

modèle single-classe, ce qui représente un avantage évident de pouvoir bénéficier d’une segmentation à 

deux classes (GM et SC) avec une seule inférence, réduisant ainsi le temps de calcul et les manipulations. 

Nos modèles hybrides (composites) basées sur des techniques d'augmentation de données spécifiques, avec 

déformations géométriques et contrastes réalistes ont montré des améliorations très significatives (p-value 

< 0,0001) par rapport à la méthode standard de segmentation implémentée dans SCT. 

Notre étude préliminaire sur une base de données externe 7T nous permet aussi de conclure qu’un modèle 

sans augmentation de données n’est pas robuste, et n'est pas généralisable et applicable à des images 

acquises dans d’autres centre IRM 7T. 

Notre modèle multi-classe 8_Compose_Smart_Realistic_Classical_DA sera mis à disposition des 

développeurs de la "Spinal Cord Toolbox - SCT"[11], afin qu'il puisse être profitable pour l'ensemble de la 

communauté scientifique. 

Cette étude laisse en perspective l'amélioration de la méthode 5_Realistic_DA, puisque les champs de 

transformation peuvent être ajustés avec des opérations mathématiques, obtenant une infinité de nouvelles 

données. De même, la mise en place d'un modèle de segmentation des lésions (LE) chez la catégorie de 

sclérose en plaques (MS) reste en perspective. 
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Annexes 

Annexe 01 : Paramètres d’entraînement pour toutes les méthodes (2 - 8) 
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Annexe 02: Schéma de classifications de nos méthodes de DA 
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Annexe 03: Courbes Accuracy validation, Dice Validation et Dice Loss pour toutes les méthodes MCS. 

 

 Accuracy_validation : Disponible sur https://n9.cl/h5ub 

 

 

 

 

 

 

 

 

 

 

 

 Dice_Validation : Disponible sur https://n9.cl/k8dc2  
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Dice Loss :  Disponible sur https://n9.cl/i2n0n   

 

 

 

 

 

 

 

 

 

 

 

Annexe 04 : Valeurs Moyennes de HDRFDST, AVGDIST et VOLSMTY de toutes les méthodes MCS. 

 
Class Method Average of HDRFDST Average of AVGDIST Average of VOLSMTY 

GM 1_SCT 3,509 0,170 0,933 

2_Without DA 2,293 0,133 0,964 

3_Classical DA 2,252 0,130 0,965 

4_Smart DA 2,223 0,128 0,960 

5_Realistic DA 2,399 0,133 0,963 

6_Compose_Smart_Classical_DA 2,212 0,125 0,956 

7_Compose_Realistic_Classical_DA 2,432 0,136 0,964 

8_Compose_Smart_Realistic_Classical_DA 2,138 0,121 0,964 

SC 1_SCT 4,197 0,077 0,969 

2_Without DA 2,323 0,037 0,981 

3_Classical DA 2,303 0,037 0,981 

4_Smart DA 2,161 0,033 0,983 

5_Realistic DA 2,233 0,036 0,981 

6_Compose_Smart_Classical_DA 2,333 0,036 0,981 

7_Compose_Realistic_Classical_DA 2,296 0,037 0,980 

8_Compose_Smart_Realistic_Classical_DA 2,311 0,035 0,981 

 

https://n9.cl/i2n0n

